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Sazetak

Najbolji predtrenirani modeli u podruc¢ju obrade prirodnog jezika dolaze od nekolicine velikih
tvrtki koje nemaju uvijek interes ili motivaciju za prilagodavanje modela za slabo zastupljene
jezike. Tako je cilj ovoga rada prikazati nacin treniranja vlastitog predtreniranog modela na
veé postojecoj GPT-2 arhitekturi koriStenjem slobodno dostupnih ili jeftinih alata, biblioteka i
programskog okruzja, a kao teorijska podloga je dan pregled povijesnog razvoja predtrenira-
nih modela, njihov nacin rada i vodece arhitekture. Tehnike kojima se zaobilaze ograni¢enja
alata, biblioteka i programskih okruzja je potrebno dodatno razraditi i pronaci optimalni nacin
treniranja, ali kreirani model za hrvatski jezik svejedno pokazuje zadovoljavajuce rezultate na
zadacima jezi¢nog modeliranja, analize sentimenta te strojnog prevodenja.

Kljucne rijeci: Obrada prirodnog jezika, Duboko uéenje, Python, Tensorflow, Transformeri,
GPT-2
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1. Uvod

Jezi¢ni neuronski modeli od zaCetka nastoje rijeSiti probleme automatizacije povezane
s prirodnim, odnosno govornim, jezikom. Na napredak koji su u 1990-ima i 2000-ima postigle
statistiCke i metode bazirane na pravilima prvo nadograduju duboke neuronske mreze. Tako je
prvi jeziCni model temeljen na neuronskim mrezama predstavljen 2001. godine u [1]. 2000-e
su zapocele digitalizaciju drustva kao i usvajanje svakodnevnog koristenja interneta koje je uz-
rokovalo generiranje velikih koliCina podataka. To, uz naravno veliki rast racunalnih mogucnosti
hardvera, omogucilo je zatim razvoj dubokih neuronskih mreza (engl. Deep neural networks)
poput konvolucijskih neuronskih mreza (engl. Convolutional neural networks, CNNs) [2] [3] [4]
ili rekurentnih neuronskih mreza (engl. Recurrent neural networks, RNNs) [5] [6] [7] na dosad
nevidenoj razini.

Usporedno s time se pojavljuje i ideja o uCenju jedne mreze za viSe zadataka (engl.
Multi-task learning) koje je prvo, jo§ 1993., godine predlozZio Caruana u [8], a tek su Collobert
i Weston 2008. godine primjenili tu ideju za modele u podrucju obrade prirodnog jezika (engl.
Natural language processing, NLP) [9] [10]. Njihova je ideja o dijeljenju matrica rije¢nih repre-
zentacija (engl. Word embedding matrices), koje omogucuju razli¢itim modelima da suraduju i
dijele neko opcenito znanje na nizoj razini, utjecala na puno vise od samog treniranja modela
za viSe zadataka. Ona je zapocela ideju o koristenju predtreniranih reprezentacija rijeci koje
su, uz koristenje s konvolucijskim mrezama, bile u Sirokoj uporabi do nedavno. Ucenje za vise
zadataka tako je postao standard prilikom treniranja novih jezi¢nih modela. Sljedeci korak je
doSao 2014. godine pojavom koncepta transformiranja re¢enice u reCenicu (engl. Sequence
to Sequence, Seq2Seq) [5]. Ovaj je koncept umjesto rijeCi uzimao u obzir Citave recenice, od-
nosno sekvence te je uskoro nadograden uvodenjem mehanizma pozornosti (engl. Attention
mechanism [11] koji je mogao bolje modelirati kontekst tih reCenica ili sekvenci.

Sav je taj napredak doveo do razvoja suvremenih predtreniranih modela (engl. Pretra-
ined models) koji ¢e biti fokus ovoga rada, a biti ¢e i dan pregled svih dostignu¢a potrebnih
za njihovo razumijevanje. Ti suvremeni modeli neovisni 0 kontekstu se treniraju za velik broj
zadataka, za neke od njih ostvaruju vrhunske rezultate bez dodatnog prilagodavanja (engl.
zero-shot learning), a za ucenje uspjesno koriste velike koli¢ine neoznacenih podataka. No
njihov je glavni nedostatak potreba za velikom koli¢inom racunalnih resursa za predtrenira-
nje pa unatoc€ Cinjenici da je vecina takvih modela slobodna za koriStenje zajednici, njihovo je
predtreniranje pod kontrolom nekolicine tehnoloskih tvrtki. Slijedom toga, jezici koji nisu jako
zastupljeni u globalnom pogledu ostaju izostavljeni jer predtreniranje modela za jezike je, tim
tvrtkama, uvjetovano isplativnoScu.

U takvom kontekstu postavlja se pitanje: je li uopée moguce izraditi predtrenirani model
za na internetu slabo zastupljeni jezik poput hrvatskog jezika koristeci besplatne ili jako jeftine
metode? A to dalje povlaci pitanje: je li takav model uopce prihvatljiv za rjeSavanje zadataka
iz podrucja NLP-a? Tako Ce cilj ovoga rada biti pokus$aj predtreniranja modela za hrvatski jezik
koriste¢i potpuno besplatne ili jako jeftine alate za njegovu izradu te ¢e taj model biti evaluiran
na zadacima za koje postoje skupovi podataka za hrvatski jezik.



2. Pozadina i povezani radovi

Ovo ¢e poglavlje dati pregled razvoja suvremenih predtreniranih modela kako bi se
jasno predocio njihov nacin funkcioniranja. Prvo Ce rije¢ biti o0 samim predtreniranim modelima
i konceptima o strojnom ucenju koji su prethodili njihovom razvoju. Zatim ée biti objasnjeni
klju€ni mehanizmi o kojima direktno ovise suvremeni predtrenirani modeli, a nakon njih Ce biti
predstavljene i temeljne arhitekture koje su osnova gotovo svih najboljih predtreniranih modela.

2.1. Predtrenirani jeziéni modeli (engl. Pretrained language
models, PLMs)

Razvoj predtreniranih modela zapocinje pojavom ideje o prijenosu ucenja u [12] na §to
se Han et al. u [13] nadovezuju navodeci da je motivacija te ideje veoma intuitivna, a polazi
od jednostavne Cinjenice da se ljudi mogu oslanjati na prethodno steCeno znanje kako bi lakse
rijeSili novi problem. Odnosno, da je cilj prijenosa uc¢enja obuhvatiti vazno znanje iz vise izvornih
zadataka s ciliem njegove primjene u rjeSavanju novog zadatka.

Uzimajuéi takvo intuitivno shvacanje predtreniranih modela u obzir, razumijemo da jed-
nako kako i osobu koja razumije neki jezik je lak§e nauciti rjeSavati neki problem na tom jeziku,
tako je i jezini model koji je treniran na nekom jeziku jednostavnije prilagoditi za rjeSavanje
nekog problema na tom jeziku u odnosu na treniranje iz nule. Stoga je razlog kreiranja takvih
modela intuitivno postavljen kao stvaranje crne kutije s razumijevanjem jezika, odnosno imiti-
ranje dobro nacitane osobe, sa svrhom rjeSavanja problema za koiji nije dostupan Sirok spektar
podataka za treniranje ili u slu¢ajevima nedostupnosti vece koliine racunalnih resursa.

Han, Zhang, Ding i dr. u [13] dalje opisuju dva glavna smjera kod prijenosa ucenja: pre-
noSenje znacajki (engl. feature transfer) i prenoSenje parametara (engl. parameter transfer).
Referencirajuci [14], [15], [16] i [17] definiraju da metode prijenosa znacajki unaprijed uce ucin-
kovite reprezentacije znacajki za pred-enkodiranje (engl. pre-encoding) znanja kroz razliCite
domene i zadatke, a da ubacivanje tih unaprijed naucenih reprezentacija znacajki u ciljane za-
datke postize znaCajno unaprjedenje performansi modela. Metode preno$enja parametara u
[13] objasnjavaju, pozivajuci se na [18], [19], [20] i [21], intuitivnom pretpostavkom da izvorni i
ciljani zadaci mogu dijeliti parametre modela ili prijaSnje distribucije hiperparametara, a zatim
prenijeti znanje finim prilagodavanjem (engl. fine-tuning) predtreniranih parametara podacima
cilianog zadatka.

U podrucju obrade prirodnog jezika Han, Zhang, Ding i dr. [13] tumace da se kao ulazi
Cesto koriste rijeCne reprezentacije (engl. Word embeddings) poput GloVE-a [22]. Zasada ih
uzmimo samo kao primjer prenoSenja znacajki, a kasnije ¢e biti detaljnije objasnjene. S druge
strane, kod prenoSenja parametara, predtrenirani modeli kao $to su ResNet [23] i VGG11 [24]
postizu velike uspjehe u podrucju racunalnog vida (engl. Computer vision, CV). Taj je uspjeh
djelovao poticajno na razvoj nadgledanog (engl. Supervised) predtreniranja u podrucju obrade
prirodnog jezika od kojih je najreprezentativniji rad zasigurno CoVE [25].
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Slika 1: Podjela nacina ucenja predtreniranih modela (Vlastita izrada prema: Han, Zhang, Ding
idr., 2021)

Na slici 1 jasno je prikazana podjela nacina ucenja predtreniranih modela. Prvo su ra-
zvijeni modeli nadgledanog predtreniranja (engl. Supervised pre-training) koje, unato¢ brojnim
prednostima, ima i veliki nedostatak. Glavni problem takvog nacina predtreniranja je potreba za
prethodnim anotiranjem podataka koje se Cesto odraduje ru¢no. Nenadgledano ucenje (engl.
Unsupervised learning), s druge strane, je u velikoj prednosti kada su u pitanju velike koli¢ine
nestrukturiranih podataka s kojima se istrazivaci ¢esto susrecu. No takvo u€enje takoder ima
oCite nedostatke kada je u pitanju usmjeravanje modela u Zeljenom smjeru. Stoga, kako bi se
odgovorilo na nedostate nadgledanog i nenadgledanog ucenja, uveden je pojam samonadgle-
danog ucenja(eng. Self-supervised learning) koje samo izvlaci znanje iz velikog neoznacenog
skupa podataka dok koristi same ulazne podatke za nadgledanje. [13]

Rane verzije predtreniranih jezi¢nih modela postojale su u obliku ve¢ ranije spomenutih
rijeCnih reprezentacija poput Word2Vec[26], GIoVE [22] ili ELMo[27]. One su, kako Han, Zhang,
Ding i dr. [13] navode, primjenjivale samonadgledane metode za transformaciju rijeci u distri-
buirane reprezentacije. U [28] Turian, Ratinov i Bengio objasnjavaju da se rijeCne reprezenta-
cije Cesto koriste kao ulazne reprezentacije (engl. Input embeddings) i parametri inicijalizacije
(engl. Initialization parameters) za NLP modele jer hvataju sintaktiCke i semanticke informacije
u tekstu te time omogucuju znacajna pobolj$anja u odnosu na nasumicnu inicijalizaciju para-
metara. A Han, Zhang, Ding i dr. [13] dalje navode da zbog polisemije, odnosno viseznacnosti,
nekih rijeCi, Peters, Neumann, lyyer i dr. u [29] primjenjuju neuronski model na razini sekvence
kako bi uhvatili kompleksne jeziCne znacajke kroz razliCite lingvistiCke kontekste i generirali
kontekstualno zavisne rijeCne reprezentacije.



Zadnji je veliki korak u predtreniranim jezicnim modelima postignut predstavljanjem
Transformera (engl. Transformer) 2017. godine u [30]. Na slici 1 moze se uociti da se tu radi
o metodi prenoSenja parametara samonadgledanim ucenjem §to nam govori da, za razliku od
modela koji u¢e nadgledano, bolje iskoriStava sve one lako dostupne nestrukturirane podatke,
a za razliku od samih rije¢nih reprezentacija, omoguéuje dublje razumijevanje konteksta kao i
prilagodavanije specificnim zadacima. Han, Zhang, Ding i dr. [13] objasnjavaju da, po zavrSetku
predtreniranja predtreniranih modela temeljenih na transformerima (engl. Transformer-based
pre-trained models) na velikom skupu tekstnih podataka, i arhitektura i parametri modela mogu
biti koriSteni kao polazna to¢ka za neki specificni NLP zadatak, odnosno da se finim prilago-
davanjem parametara predtreniranih modela za specificni NLP zadatak postizu konkurentne
performanse. Dosada predlozene modele, kao §to su: XLNET [31], RoBERTa [32], BART [33]
i T5 [34], uglavnom su inspirirali BERT [35] i GPT [36] te postizu vrhunske rezultate na skoro
svim NLP zadacima.

2.2. Sekvenca u sekvencu (engl. Sequence to sequence,
Seq2Seq)

Kako je prirodni jezik nastao ljudskim djelovanjem, izravno mozemo zakljuciti da je
za strojno razumijevanje jezika najprakticniji pristup onaj koji imitira ljudsku percepciju jezika.
Takva je logika dovela do predstavljanja modela strojnog prevodenija koji umjesto rijeCi koriste
Citave sekvence za prevodenje u [5] i [37] §to ima smisla, uzmemo li u obzir da za prevode-
nje jezika nije dovoljno samo prevesti znacenje svake rije¢ koje Cesto ovisi o kontekstu, nego
prenijeti smisao Citave recenice zadrzavajuci njenu koheziju. Nedugo nakon tih radova, kra-
jem 2016., i Google translate kao najpoznatiji alat za strojno prevodenje je poceo Koristiti takve
modele u produkciji.

2.2.1. Rekurentne neuronske mreze (engl. Recurrent neural network,
RNN)

PolaziSna tocka razmijevanja Seq2Seq modela su RNN modeli. Minaee, Kalchbrenner,
Cambria i dr. u [38] navode da RNN modeli vide tekst kao sekvencu rijeci te da su namijenjeni
za hvatanje zavisnosti medu rijeCima i tekstualnim strukturama u svrhu klasifikacije teksta. Ali,
osnovni RNN ne radi najbolje i Cesto ostvaruje loSije rezultate od unaprijedne neuronske mreze
(engl. feedforward neural network). Medu ostalim varijantama RNN-a, duga kratkoroCna me-
morija (engl. Long Short-Term Memory, LSTM) [39] je najpopularnija arhitektura, a dizajnirana
je da bolje hvata dugorocne zavisnosti. [38]

Na slici 2 se moze vidjeti usporedba arhitekture jednostavne RNN celije i LSTM bloka.
Vazno je primijetiti da RNN ¢elija ima takozvani rekurentni (engl. recurrent) ulaz i izlaz $to znadi
da nakon obrade jednog dijela sekvence, uz izlazni podatak se generira i takozvano skriveno
stanje (engl. Hidden state) koje dalje sluzi kao ulazni podatak za sljede¢i dio poCetne sek-
vence. Time se osigurava hvatanje dugoro¢nih zavisnosti. LSTM arhitektura jo$ bolje rjeSava
taj problem $to je postignuto kompleksnijom arhitekturom kao $to je prikazano na slici 2.
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Slika 2: Usporedba RNN i LSTM arhitektura (Vlastita izrada prema: Greff, Srivastava, Koutnik
i dr., 2016)

2.2.2. RNN enkoder - dekoder

Cho, Van Merriénboer, Gulcehre i dr. su iznijeli ideju o enkoder-dekoder arhitekturi u
[387] nadovezujuCi se na prije spomenute RNN modele. Sutskever, Vinyals i Le komentiraju taj
rad u [5] navodeci da je motivacija za enkoder-dekoder arhitekturom dos$la od problema stvo-
renih razli¢itim duljinama ulaznih i izlaznih sekvenci koje su pritom kompleksno i nemonotono
povezane. Taj je problem u [37] zapravo rijeSen uvodenjem drugog RNN sloja tako da prvi en-
koder sloj enkodira reCenicu na jednom jeziku i tako kreira skriveno stanja (engl. Hidden state)
koje zatim kao ulazni podatak dolazi dekoderu koji ga pretvara u prevedenu reCenicu u ciljanom
jeziku. Na slici 3 se nalazi prikaz enkoder - dekoder arhitekture kakva je zamisljena u [37].

Enkoder je dakle RNN koji sekvencijalno &ita svaki simbol ulazne sekvence x. Citanjem
svakog simbola, skriveno se stanje RNN mijenja sukladno izrazu:

hyy = f(hy_yy, 1), (2.1)

Taj izraz predstavlja RNN koja se sastoji od skrivenog stanja h i neobaveznog izraza y
koji djeluje na sekvenci varijabilne duljine x = (x1,...,z7), a f predstavlja nelinearnu funkciju
aktivacije. Ta funkcija moze biti jednostavna kao §to je hiperbolna tangens funkcija (tanh), no
u posliednje se vrijeme uvrijezilo koristiti ranije spomenute sofisticiranije metode kao $to su
LSTM [39] ili GRU [40]. Dolaskom do kraja sekvence, ozna¢enog simbolom za kraj sekvence
(engl. end-of-sequence symbol, eos simbol), skriveno stanje RNN-a je sazetak (kontekst) ¢
Citave ulazne sekvence. [37]

Cho, Van Merriénboer, Gulcehre i dr. [37] dalje definiraju dekoder kao RNN koji je uvjez-
ban da, predvidajuci sliedeci simbol y; uz dano skriveno stanje h;, generira izlaznu sekvencu.
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Slika 3: Enkoder - dekoder arhitektura (Izvor: Cho, Van Merriénboer, Gulcehre i dr., 2014)

Ali, za razliku od osnovnog RNN-a, i y; i h, ovise 0 y;—1 i 0 saZetku (kontekstu) ¢ ulazne sek-
vence. Tako je, na kraju, u [37] definirano da se skriveno stanje dekodera u trenutku ¢ racuna
kao:

hyy = (hy_1y, y-1, ). (2.2)

2.2.3. Primjer Seq2Seq-a

Kako bi se jasnije predoCio nacin rada enkoder - dekoder arhitekture prilikom prevo-
denja teksta, kreiran je jednostavan primjer po ilustraciji na slici 3. Na slici 4 jasno se moze
vidjeti kako bi funkcioniralo prevodenje re€enice sa hrvatskog na engleski jezik u 7 vremenskih
koraka. U prvome se koraku Cita rije¢ "Ja" te generira stanje h;. Dalje se Cita rije€ "sam" i
generira stanje ho, a na kraju rije¢ "student" i generira stanje h3. To se zadnje stanje prilikom
prosljedivanja dekoderu smatra kontekstom ili saZzetkom recenice, a u ranijim se matematiCkim
izrazima definirao kao c.

Slijedi 4. korak u kojemu dekoder Cita proslijedeni kontekst, generira prvu rije¢ "I", od-
nosno y1, generira stanje hy te ga prosljeduje dalje. Ranije je ve¢ bilo objasnjeno da generiranje
rijeci ne ovisi samo o kontekstu vec¢ i prethodno generiranoj rijeci, odnosno y; 1, tako da se pri-
likom generiranja iduce rijeCi y» uzimaju u obzir prethodna rije€ v, stanje prethodnog koraka h,
i kontekst ¢ kako je i prikazano na slici 4. To omogucuje da se u Sestom koraku generira rije¢
"a" koja se ne nalazi u izvornoj reCenici, a ¢ak i njena uloga ne postoji u hrvatskom jeziku. Tako
se ostvaruje prijevod u duhu jezika §to je glavna prednost Seq2Seq modela. Na kraju se josS u
zadnjem koraku generira zadnje stanja h7, odnosno zadnja rije€ y, Cime se zavrSava zadaca
modela.
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Slika 4: Enkoder - dekoder primjer (Vlastita izrada prema: Cho, Van Merriénboer, Gulcehre i
dr., 2014)

2.2.4. Mehanizam pozornosti (engl. Attention Mechanism)

Minaee, Kalchbrenner, Cambria i dr. u [38] navode da motivacija za pojavu mehanizma
pozornosti proizlazi iz intuitivnog razumijevanija ljudskog koriStenja osjeta vida. Odnosno, da
je motiviran nac¢inom na koji ljudi obra¢aju paznju na razliCite dijelove slike ili korelaciju rijeCi
u jednoj re€enici. Uglavnom, pozornost u jeziCnim modelima se moze interpretirati kao vektor
tezine znacaja. Tako se u sluCaju prevodenja, takav vektor koristi da bi se procijenila korelacija
pojedinih s ostalim rijeCima u recenici.

Mehanizam pozornosti se prvo javio u [11], a zatim proSiruje u [41]. Bahdanau, Cho
i Bengio u [11] prvo koriste dvosmjerni RNN (engl. Bidirectional Recurrent Neural Network,
BiRNN) Cime ostvaruju, kako je kasnije u [41] to definirano, globalnu pozornost. Globalna po-
zornost uzima u obzir sve rijeCi sa strane ulaznog tekstualnog zapisa prilikom generiranja nove
rijeci izlazne sekvence $to ju Cini neprakticnom prilikom prevodenja duljih sekvenci. Za rjeSa-
vanje toga problema Luong, Pham i Manning u [41] predlazu koriStenje mehanizma lokalne
pozornosti kojoj je cilj, prilikom generiranja sljedece rijeCi izlazne sekvence, voditi raCuna samo
o uzem podskupu rijeci iz izvorne sekvence. Drugim rije€ima, mehanizam lokalne pozornosti
se selektivno fokusira na manje kontekstualne okvire te time ostvaruje vece brzine i lakSe tre-
niranje.

Bahdanau, Cho i Bengio [11] su na slici 5 prikazali kako rijeCi prevedene sekvence
ovise o rijeCima izvorne sekvence kod prevodenja s engleskog na francuski jezik. Kontekstu-
alna je ovisnost najuocljivija prilikom prevodenja naziva institucije "European Economic Area",
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Slika 5: Konteksutalna ovisnost prilikom koriStenja mehanizma pozornosti (Izvor: Bahdanau,
Cho i Bengio, 2014)

odnosno Europskog Ekonomskog Prostora te se koristi kao Cest primjer vizualizacije meha-
nizma pozornosti upravo zbog obrnutog poretka rijeci u nazivima.

2.2.5. Primjer Seq2Seq-a s mehanizmom pozornosti

Mehanizam pozornosti prilikom prevodenja recenice Ce biti prikazan pomocu ranije pri-
kazanog primjera na slici 4 kako bi se bolje pokazala razlika njegovog koristenja i ne koritenja.
Glavna razlika koju je potrebno odmah na pocetku uzeti u obzir jest koli¢ina podataka koju en-
koder $alje dekoderu. U primjeru bez mehanizma pozornosti enkoder dekoderu Salje kontekst,
odnosno zadnje skriveno stanje, u obliku jednog vektora. U ovom primjeru, zbog koristenja
mehanizma pozornosti iz [11] i [41], dekoderu se dostavljaju sva skrivena stanja koja enkoder
generira.

Dekoder s mehanizmom pozornosti, u usporedbi s ranijim primjerom, prima sva skri-
vena stanja koja enkoder generira, a od kojih je svaki povezan s odredenom rijeci iz izvorne
sekvence. Svako se skriveno stanje boduje te se svaki vektor mnozi s normaliziranom vrijed-
no$¢u dodijeljenih bodova. Time se pojacava utjecaj skrivenih stanja s visokim bodovima na
izlaznu sekvencu, a smanjuje onih sa nizim. Bodovani se vektori zbrajaju te se time dobiva vek-
tor konteksta za neki vremenski korak dekodera. Na slici 6 je ilustriran nacin dobivanja vektora
konteksta za vremenski korak 4, ¢4, u kvadratu oznac¢enom nazivom "Pozornost 4".
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Slika 6: Seg2Seq primjer s mehanizmom pozornosti (Vlastita izrada prema: Cho, Van Merrién-
boer, Gulcehre i dr., 2014)

Uz vektor konteksta dekodera, za generiranje rijeCi potrebno je jos, kao $to je prikazano
na slici 6, dobiti skriveno stanje u tom vremenskom koraku. Na prikazanom se primjeru gene-
rira prva rijec "I". Stoga u prvom koraku, odnosno vremenskom koraku 4, dekoder RNN prima
reprezentaciju <END> simbola i inicijalno skriveno stanje dekodera, h;,;;. Time se dobiva skri-
veno stanje hy, a viSak ili y4 se zanemaruje. Zatim slijedi ranije opisani korak dobivanja vektora
konteksta za ovaj vremenski korak, a nakon njega se skriveno stanje, h4, i dobiveni vektor kon-
teksta, c4, spajaju kako bi se dobio vektor dimenzije jednakoj zbroju dimenzija skrivenog stanja
i vektora konteksta. Takav se spojeni vektor prosljeduje unaprijednoj (engl. feedforward, FFNN)
neuronskoj mrezi koja je uvjezbana zajedno s ovim modelom te Ciji izlazni podaci indiciraju rije¢
generiranu u ovom vremenskom koraku. Na primjeru na slici 6 tako se generira prva rijeC "I",
a nakon nje se postupak ponavlja za sve vremenske korake dekodera dok se ne dobije ciljana
sekvenca.



2.3. Transformer

Ranije su spomenuti modeli bili dobro rjeSenje za sekvencijalne podatke. Minaee, Kal-
chbrenner, Cambria i dr. [38] piSu o viSe razliCitih pristupa mehanizmu pozornosti koji su se
pojavili nakon objave originalnih radova. Pa su tako Yang, Yang, Dyer i dr. [42] predlozili me-
hanizam hijerarhijske mreze pozornosti za klasifikaciju teksta, a Santos, Tan, Xiang i dr. [43]
dvosmjerni mehanizam pozornosti poznat i kao Attentive Pooling. Svi su ti modeli pridodali
razvijanju mehanizma pozornosti i sekvencijalnog pristupa razumijevanju tekstnih podataka. S
druge strane, Han, Zhang, Ding i dr. [13] opisuju tu sekvencijalnu prirodu kao problem jer one-
mogucuje iskoriStavanje mogucnosti paralelne obrade koju nudi hardver poput GPU-a i TPU-a.

Rjesenje problema neiskoristavanja moguénosti hardvera dolazi pojavom Transformera.
Vaswani, Shazeer, Parmar i dr. [30] opisuju Transformer kao arhitekturu koja izbjegava ponav-
ljanje tipicno za RNN modele i umjesto toga se u potpunosti oslanja na mehanizam pozor-
nosti za izvlaCenje globalnih zavisnosti izmedu ulaznih i izlaznih podatka. Time se omogucuje
znacajno vise iskoriStavanja moguénosti paralelizacije i postizu vrhunski rezultati u prevodenju
prirodnog jezika.

2.3.1. Arhitektura

Vaswani, Shazeer, Parmar i dr. [30] piSu da Transformer uglavnom prati ranije obradenu
enkoder-dekoder arhitekturu koriste¢i naslagani mehanizam samopozornosti (engl. stacked
self-attention) i potpuno povezane slojeve na svakom koraku enkodera i dekodera kao $to je
prikazano na slici 7.

Enkoder se sastoji od stoga N = 6 identi¢nih slojeva, a svaki sloj od dva podsloja.
Prvi od ta dva je viSeglavi mehanizam samopozornosti (engl. multi-head self-attention mecha-
nism), tj. modul koji paralelno izvrSava nekoliko mehanizama pozornosti, a drugi jednostavna
potpuno povezana unaprijedna neuronska mreza (engl. position-wise fully connected feed-
forward network). Rezidualna konekcija [23] je kreirana oko svakog od dva podsloja, a zatim
slijedi normalizacija sloja [44]. Normalizacijom sloja se ulazne vrijednosti za sve neurone istog
sloja normaliziraju za svaki uzorak podataka te tako omogucéuju brze treniranje i ve¢u tocnost
generalizacije. Vaswani, Shazeer, Parmar i dr. [30] nastavljaju da iz toga slijedi da je izlaz sva-
kog podsloja: Layer Norm(x + Sublayer(x)), gdje je Sublayer(x) funkcija koju implementira
podsloj. A kako bi se rezidualne konekcije olakSale, izlazi svih podslojeva modela, ukljuujuci
embedding slojeve, su dimenzija d,,oqe; = 512.

Dekoder se takoder sastoji od stoga NV = 6 identiCnih slojeva, ali uz ranije spomenuta
dva podsloja on dodaje i treci koji izvr§ava viSeglavu pozornost (engl. multi-head attention) nad
izlazom stoga dekodera. Isto kao i kod enkodera, koriste se rezidualne konekcije oko svakog
podsloja nakon ¢ega slijedi normalizacija sloja. Podsloj samopozornosti je modificiran kako bi
se u nekoj poziciji sprijecilo obra¢anje pozornosti na sljedeéu poziciju. To se naziva maskiranje
te uz Cinjenicu da su izlazi pomaknuti za jednu poziciju, osigurava da generiranje sekvence na
poziciji ¢ ovisi samo o0 poznatim generiranim sekvencama na pozicijama prije i. [30]
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Na kraju joS$ linearni sloj, koji je zapravo potpuno povezana neuronska mreza, projicira
vektor dobiven od stoga dekodera u puno veéi, takozvani logits vektor. U slu¢aju da model zna
n jedinstvenih rije€i, dimenzija bi takvog vektora bila jednaka n. Zadniji je sloj Softmax funkcije.
To je normalizirana eksponencijalna funkcija koje pretvara vektor od n realnih brojeva u distri-
buciju vjerojatnosti od n mogucih ishoda. Tako se logits vektor pretvara u niz od n vjerojatnosti
u rasponu 0 do 1 gdje svaka odgovara tocno jednoj jedinstvenoj rijeCi iz vokabulara modela te
gdje je zbroj svih vjerojatnosti jednak 1. Zatim se odabire polje s najve¢om vjerojatno$éu, od-
nosno pripadajuca rijec, Sto predstavlja izlaz za jedan vremenski korak nakon ¢ega se postupak
ponavlja.

Izlazne
vjerojatnosti

Softmax }

1

|
[ Llnearnl sloj }
|

-

Normallzacua}-

Unaprijedna
mreZa

l

|
{Normalizacija} [Normalizacija}*
. Viseglava
Unaprijedna pozo?nost NX
mrezZa
Nx | —
{Normalizacija} [Normalllzacua}-
N Maskirana
Viseglava Viseglava
pozornost pozornost
\_ t ¢ 1
Pozicijsko Pozicijsko
enkodiranje enkodiranje

Ulazne Izlazne
reprezentacije reprezentacije
Ulaz 1zlazi

(Pomaknuti udesno)

Slika 7: Arhitektura modela Transformera (Vlastita izrada prema: Vaswani, Shazeer, Parmar i
dr., 2017)
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2.3.2. lzvedba mehanizma pozornosti

Vaswani, Shazeer, Parmar i dr. u [30] predstavljaju novi pristup mehanizmu pozornosti.
Po njihovom shvacanju funkcija pozornosti se moze definirati kao preslikavanje upita (engl.
Query) te parova klju¢ - vrijednost (engl. Key - value pairs) nekom izlazu, gdje su upit, kljuc i
vrijednost vektori. Imena tih vektora su analogna tradicionalnim sustavima za pronalazenje, a
razlog takvog imenovanja ¢e biti jasniji upoznavanjem njihovih namjena.

Mahnizam pozornosti skaliranog

Viseglava pozornost
skalarnog produkta A

MnoZenje
mafrica

[ Linearni sloj ]

-~

Ulan€avanje
Softmax JT

H

Maskiranje
(opcionalno)

Mehanizam pozornosti skaliranog skalarnog h
produkta

H

A A A

Skaliranje

[‘.Linearni sloj 1‘ [I.Linearni sloj N [ Linearni sloj N

H

MnoZenje
matrica

i

Q K v

Slika 8: Prikaz mehanizma pozornosti skaliranog skalarnog produkta i viSeglave pozornosti
(Vlastita izrada prema: Vaswani, Shazeer, Parmar i dr., 2017)

Vaswani, Shazeer, Parmar i dr. [30] svoju izvedbu pozornosti nazivaju mehanizmom
pozornosti skaliranog skalarnog produkta (engl. Scaled dot-product attention) te je ilustrativho
prikazan na slici 8 lijevo. Osnova takvog mehanizma su ranije spomenuti skup upita Q@ =
{q1,.--yqn}, skup kljuCeva K = {ki,...,kn} i skup vrijednosti V' = {v1,...,u,}, gdje je svaki
vektor upita ¢; € R%, svaki vektor klju¢a k; € R%:, te vrijednosti v; € R%. Drugim rije¢ima,
vektori klju€a i upita su elementi vektorskog prostora dimenzije jednake dimenziji vektora kljuca,
dok je vektor vrijednosti element prostora svoje dimenzije. Takav se mehanizam pozornosti u
[13] zatim definira kao:

{hy,...h,} = ATT(Q,K,V), (2.3)
hi = Z aijvj
7j=1
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qi-k;
exp(ATT — Mask( \/ﬁ))
S exp(ATT — Mask‘(qﬁ))

al-j =

Han, Zhang, Ding i dr. [13] dalje objasnjavaju da je intuitivno @ skup vektora upita za
koji se raCuna pozornost, a K skup vektora klju¢eva u usporedbi s kojima se raCuna pozornost.
Kao rezultat skalarnog produkta, dobija se ponder a;; koji pokazuje kolika je zavisnost izmedu
vektora upita ¢; i vektora kljuca k;. Na kraju je jo§ potrebno izraCunati ponderiranu srednju
vrijednost vektora vrijednosti kao zadnji korak sloja pozornosti. Takoder, upozoravaju da treba
uzeti u obzir da se ATT — Mask koristi kao funkcija maskiranja kako bi se moglo ograniciti koji
klju€ - vrijednost par moze utjecati na koji vektor upita. Ako se zeli izbjeci obracanje pozornosti
vektora g; na vektor k;, ATT — Mask se postavlja na —oo, a inace je ATT — Mask(z) = .

Time je zavrSen izraCun pozornosti za jedan element sekvence. Vektor dobiven kao
rezultat se dalje moze poslati unaprijednoj neuronskoj mrezi. No u stvarnosti, kako bi se za-
pravo ostvarila ranije spomenuta mogucnost iskoriStavanja svih racunalnih resursa, od ovih se
vektora kreiraju matricne reprezentacije Q € R"*%, K € R j V € R"*% pa se pozornost
moze pojednostaviti na:

H=ATT(Q,K,V) = AV, (2.4)
QK”
vy
gdje se Softmazx, odnosno normalizirana eksponencijalna funkcija koja svaki red od

n realnih brojeva pretvara u distribuciju od n mogucih ishoda, primjenjuje nad svakim redom,
A c R™™ je matrica pozornosti, a H € R™*% rezultat. [13]

A = Softmax(ATT — Mask(

);

Cijeli se dosad objasnjeni postupak odnosi na standardni mehanizam pozornosti ska-
liranog skalarnog produkta. No umjesto koriStenja standardnog pristupa, u [30] je objasnjeno
da Transformer primjenjuje viSeglavi sloj pozornosti (engl. multi-head attention layer), prikazan
na slici 8 desno. Takav je pristup u [13] definiran kao:

H=MH - ATT(Q,K,V) (2.5)
= Concat(Hy, ...,H,)W°,
H;, = ATT(QWY KWK vw!),
gdje je h broj glave. QW< KWX VWY se koriste za projiciranje ulaza Q, K, V u prostor
svojstva (engl. Feature space) i-te glave pozornosti. Nakon ulan€avanja svih izlaza glavi koris-

teCi Concat, viSeglava pozornost ih projicira u zavrsni prostor (engl. output space) primjenjujuci
wo.
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2.3.3. Unaprijedna neuronska mreza i rezidualne konekcije

Osim podslojeva pozornosti, Vaswani, Shazeer, Parmar i dr. [30] piSu da se svaki en-
koder i dekoder sloj sastoji i od potpuno povezane unaprijedne neuronske mreze kako je pri-
kazano na slici 7. U [13] je objasSnjeno da se ta unaprijedna mreza, ako primi ulaznu matricu
X € R™*4 koja predstavlja skup ulaznih vektora gdje je d; vektor dimenzije, moze definirati kao:

H :FFN(X) IU(XW1+b1)W2—|—b2, (2.6)

gdje je o funkcija aktivacije, naj¢e$ée RelU funkcija, a W; € R%*% b, € R¥, W, €
Rerxdo j by € R% sve parametri koji se mogu nauditi (engl. Learnable parameters). H € R™*d
je konacan rezultat unaprijednog sloja. Han, Zhang, Ding i dr. [13] jo§ dodaju da je empirijski
d; postavljen da je jednak dy, a d; je postavljen kao mnogo veci od d; i dy.

Na kraju je joS$ ostalo spomenuti ranije spomenute rezidualne konekcije i normalizaciju
slojeva. Svrha njihove uporabe jest omogucavanije da arhitektura Transformera bude duboka.
Han, Zhang, Ding i dr. [13] da objasnjavaju da ako postoji neuronski sloj f, rezidualna konekcija
i normalizacijski sloj se definiraju kao:

H = A&N(X) = Layer Norm(f(X) + X), (2.7)

gdje Layer Norm oznacCava funkciju normalizacijskog sloja.

2.3.4. Primjena mehanizma pozornosti

Vaswani, Shazeer, Parmar i dr. [30] navode da postoje tri razli¢ita nacina na koji se
ranije objasnjen mehanizam viSeglave pozornosti primjenjuje kod Transformera:

Samopozornost Ovi su slojevi sadrzani u enkoderu. U slojevima samopozornosti svi kljuCevi
(K), vrijednosti (V) i upiti (Q) dolaze iz izlaza prethodnog sloja enkodera. Tako svaka
pozicija u enkoderu moze obratiti pozornost na sve pozicije prethodnog sloja enkodera.
Primjer ovoga nacina primjene su izradili Han, Zhang, Ding i dr. [13] na slici 9, a prikazuje
kako samopozornost precizno hvata zavisnost izmedu rijeCi "Jack" kao subjekta i "he"
kao zamjenice koja se odnosi na subjekt. Na ilustraciji tamnija boja okolnog kvadrata i
poveznice oznacCava jaCu zavisnost izmedu rijecCi.

Maskirana samopozornost Ovi slojevi u dekoderu omogucuju svakoj poziciji u dekoderu da
obrati paznju na sve prethodne i tu poziciju. Ono $to je bitno jest sprijeciti tok podataka
ulijevo kako bi se zadrzala autoregresivnost.Nacin implementacije je ve¢ ranije bio objas-
njen kod mehanizma pozornosti skaliranog skalarnog produkta , a odnosi se na maskira-
nje, odnosno postavljanje na —oo, svih vrijednosti u ulazu Softmax-a koje predstavljaju
nedozvoljene konekcije.
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Slika 9: Prikaz mehanizma samopozornosti (izvor: Han, Zhang, Ding i dr., 2021)

Unakrsna pozornost U enkoder-dekoder mehanizmu pozornosti upiti (Q) dolaze iz prethod-
nog dekoder sloja, a kljuCevi (K) i vrijednosti (V) iz izlaza enkodera. Time se omogucuje
da svaka pozicija u dekoderu obraca pozornost na sve pozicije ulazne sekvence. To imi-
tira tipicni mehanizam pozornosti enkoder-dekoder arhitekture u Seq2Seq modelima kao
§to je to slucaj u [11].

2.4. Generativni Predtrenirani Transformer (engl. Genera-
tive Pretrained Transformer, GPT)

Uzimajuci u obzir pristup samonadgledanog ucenja spomenutog u poglavlju 2.1, Rad-
ford, Narasimhan, Salimans i dr. [36] su istrazivali moguc¢nosti nenadgledanog predtreniranja i
nadgledanog finog prilagodavanja modela. Tako su s ciljem kreiranja modela koji bi se mogao
primijeniti za Sirok spektar zadataka uz vrlo malo ili uop¢e bez prilagodbe predstavili Genera-
tivni Predtrenirani Transformer, GPT.

2.4.1. Arhitektura

Osnova ovog modela je Transformer-dekoder blok [45] koji odbacuje enkoder iz Tran-
sformer arhitekture prikazane u [30] ¢ime se koli¢ina parametara modela smanjuje za skoro
pola, prikazano na slici 10. Ulazna i izlazna sekvenca se spajaju u jednu "reCenicu" te se mo-
del trenira kao standardni jezi¢ni model. Odnosno, umjesto koristenja transdukcije reCenice
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(m!,..m") — (y',..y"), koristi se jedna reCenica (w',..w"ttY) = (m!,...,m" 6,y .. .y"),
gdje je § posebni separator. Takav se model trenira za predvidanje sliedece rijeCi u recenici,
ako su mu poznate prethodne rijeci:

n+n

p(w?h, ..w™ ) = H p(w|w?, ..wi™1). (2.8)
j=1

Drugim rijeCima, umjesto pretvaranja jedne recenice koju Cine rijeCi, odnosno tokeni,
m!,...m™ u drugu recenicu sastavljenu od tokena y!, ...y", od te se dvije reCenice kreira jedna
koju ¢ine tokeni w!,...,w™ "1 a odijeliene su § kao posebnim separatorom. Tako se model,
umjesto za funkciju pretvaranja iz jednog oblika u drugi, koristi za predvidanje sljedece rijeCi
u recCenici. Zbog toga se moze rec¢i da GPT primjenjuje generativno predtreniranje i diskrimi-
nativno fino prilagodavanje. Han, Zhang, Ding i dr. [13] navode da je GPT prvi model koji je
upotrijebio modernu Transformer arhitekturu u svrhu samonadgledanog predtreniranja te da je
empirijski pokazao znatne uspjehe na skoro svim NLP zadacima ukljuCujuci jezi¢no zakljuCiva-
nje, odgovaranje na pitanja, zdravorazumno zakljuCivanje, semanticku sli¢nost i klasifikaciju.
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Slika 10: Usporedba arhitekture GPT-a i BERT-a (Vlastita izrada prema: Han, Zhang, Ding i dr.,
2021)
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Dakle GPT ¢e, uz dan veliki skup tekstualnih podataka bez oznaka, optimizirati stan-
dardno autoregresivho modeliranje jezika tako da maksimizira uvjetnu vjerojatnost svih rijeci
uzimajuci prethodne rijeCi kao kontekst kao $to je prikazano na slici 11. U predtreniranju uvjetnu
vjerojatnost svake rijeCi modelira Transformer. Han, Zhang, Ding i dr. [13] dalje navode da GPT
racuna svoju distribuciju vjerojatnosti primjenjujuéi operaciju maskirane viseglave samopozor-
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nosti (engl. Masked multi-head self-attention) nad prethodnim rije¢ima. Odnosno, ako postoji
skup simbola X = {xg, z1, ..., Ty, zn+1}, GPT ima standardni cilj jezicnog modeliranja maksimi-
zirajuci vjerojatnost:

n+1
L(X) = logP(xi|wi—k, ... vi 13 ), (2.9)
i=1

gdje je k raspon konteksta uzetog u obzir, vjerojatnost P se modelira Transformer-
dekoderom s parametrima ©, x je posebni simbol [CLS], a 1 posebni simbol [SEP].
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Slika 11: Razlika samopozornosti GPT i BERT arhitekture (izvor: Han, Zhang, Ding i dr., 2021)

2.4.2. GPT-2

Gradeci na uspjehu GPT-a, uskoro nakon je objavljen GPT-2 koji je donio vecu raznoli-
kost modela i nekoliko promjena u odnosu na svog prethodnika. GPT-2 je treniran u 4 arhitek-
ture' koje se razlikuju u broju slojeva, parametara i dimenzionalnosti modela. Najmaniji od ta
4 je jednak originalnom GPT-u sa 12 Transformer-dekoder slojeva i 124 milijuna parametara?,
ali uz nekoliko promjena. Prvo je normalizacija sloja premjeStena na ulaz svakog pod-bloka i
dodana je normalizacija nakon zadnjeg bloka samopozornosti. Pri inicijalizaciji su ponderi re-
zidualnih slojeva skalirani s 1/v/N, gdje je N broj rezidualnih slojeva. Vokabular je povecan na
50.257, a Sirina konteksta s 512 na 1024.

Dimenzionalnost modela se odnosi na dimenzije vektora upita, klju¢eva i vrijednosti te
takoder ima utjecaja na broj neurona u potpuno povezanom sloju. Tako na primjer najma-
nji GPT-2 model dimenzionalnosti 768 u prvom potpuno povezanom sloju ima 3072 neurona,
odnosno 4*768 neurona. Brojka 4 ovdje dolazi iz originalne Transformer arhitekture te nije
postojala potreba mijenjati taj dio arhitekture.

Mreza je uvjezbana na 8 milijuna dokumenata, odnosno 40 GB tekstualnih podatka,
preuzetih samo sa web stranica koje moderiraju ili filtriraju ljudi. Primjer koji je dan u [46] navodi
da su preuzeli sadrzaj sa svih vanjskih poveznica na drustvenoj mrezi "Reddit" koje su pozitivho

'Istrazivadi navode da se samo najveéi model zove GPT-2, no taj se naziv nerijetko koristi kao grupni naziv za
sve 4 verzije arhitekture popra¢en oznakom veli¢ine, npr. S (engl. small) za najmaniju ili XL (engl. Extra Large) za
najvecu, pa e tako biti koriSten i u ovom radu

2U [46] je navedena brojka od 117 milijuna parametara za model od 12 i 345 milijuna za model od 24 sloja no
radi se o gresci koja je ispravljena na github repozitoriju projekta (https://github.com/openai/gpt-2).
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ocijenjene sa strane barem 3 korisnika te mreze. Na kraju je taj skup podataka sadrzavao 45
milijuna poveznica, podaci su preuzeti te su uklonjeni duplikati kao i sve poveznice na sadrzaj
na Wikipediji jer se on Cesto koristi za druge skupove podatka pa se time izbjegava preklapanje
skupova.

Tablica 1: Hiperparametri arhitekture za 4 razlicite veliCine GPT-2 modela.

Parametara Slojeva duoder

124 Mil. 12 768
355 Mil. 24 1024
762 Mil. 36 1280
1542 Mil. 48 1600

(Izvor: Radford, Wu, Child i dr., 2019)

24.3. GPT-3

Daljni razvoj GPT modela prate male promjene u samoj arhitekturi modela iako se po-
vecava broj slojeva, parametara i podataka za treniranje. U [47] navode da je GPT-3 treniran u
8 verzija®, od 125 milijuna do 175 milijardi parametara, odnosno od 12 do 96 slojeva te dimen-
zijama u rasponu od 768 do 12.288, prikazano u tablici 2. U trenutku pisanja ovog rada, GPT-3
je dostupan samo po kontroliranoj proceduri slanja zahtjeva istrazivacima u OpenAl te preko
njihovog APIl-ja, a kao razlog navode sprje¢avanje mogucih zloporaba.

Zbog velike koli¢ine podataka za treniranje, njihove raznolikosti kao i velikog broja pa-
rametara modela, GPT-3 ostvaruje odliCne rezultate na zadacima za koje uopée nije imao ili je
imao jako malo primjera. Takoder je bio uspje$an u odradivanja zadataka u hodu za koje ni-
kada nije bio treniran kao $to su: pisanje SQL upita i koda, pisanje React i Javascript koda ako
mu je bilo dano objasnjenje zadatka u prirodnom jeziku, ispravljanje re¢enica s pomijeSanim
redoslijedom rijeci, itd.

%lsto kao i kod GPT-2, istrazivadi u originalnom radu koriste naziv GPT-3 samo za najveéu verziju modela, no
uvrijezeno je koristiti taj naziv kao grupni naziv za svih 8 verzija popracen brojem slojeva ili drugom oznakom (npr.
GPT3-12ili GPT-3 S)
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Tablica 2: Hiperparametri arhitekture za 8 razli¢itih veli¢ina GPT-3 modela.

Parametara Slojeva dode

125 Mil. 12 768
350 Mil. 24 1024
760 Mil. 24 1536
1.3 Mird. 24 2048
2.7 Mird. 32 2560
6.7 Mird. 32 4096

13.0 Mird. 40 5140
175.0 Mird. 96 12288

(Izvor: Brown, Mann, Ryder i dr., 2020)

2.5. BERT (engl. Bidirectional Encoder Representations from
Transformers)

Kao najveéi problem dotadasnjih modela, ukljuuju¢i i GPT model, Devlin, Chang, Lee i
dr. [35] navode njihovu jednosmijernost te tvrde da to ograni¢ava moguénosti predtreniranih re-
prezentacija, pogotovo prilikom finog prilagodavanja. Na primjeru ranije opisanog GPT modela
to se odnosi na ograni¢enje maskirane samopozornosti gdje svaka pozicija moze uzimati u ob-
zir samo one pozicije, odnosno rijeci, koje se nalaze lijevo od nje. Drugim rijeCima, uzimaju se u
obzir samo prethodne rijeCi u reCenici. Devlin, Chang, Lee i dr. [35] dalje navode da to predstav-
lja veliki problem prilikom finog prilagodavanja za zadatke poput odgovaranja na pitanja gdje
je nuzno inkorporirati kontekst s obje strane. 1z tog su razloga 2018. godine predstavili model
dvosmijernih enkoder reprezentacija transformera (engl. Bidirectional Encoder Representations
from Transformers, BERT).

2.5.1. Predtreniranje

Isto kao i GPT, BERT ima dva stadija u¢enja, predtreniranje i fino prilagodavanje. Uspo-
redba oba stadija je prikazana na slici 12. Prilikom predtreniranja BERT primjenjuje autoenko-
dirajuce jezicno modeliranje (engl. Autoencoding language modeling) umjesto autoregresivnog
koje primjenjuje GPT, prikazano na slici 11. Odnosno, kako Devlin, Chang, Lee i dr. [35] na-
vode, za predtreniranje je dizajniran zadatak maskiranog jezicnog modeliranja (engl. Masked
language modeling, MLM) po uzoru na Cloze [48] proceduru. MLM nasumi¢no maskira neke
tokene ulazne sekvence, a cilj modela je predvidjeti identifikacijski broj originalne rijeci iz voka-
bulara. Za razliku od modeliranja s lijeva na desno, MLM omogucuje spajanje lijevog i desnog
konteksta §to zauzvrat omogucéuje predtreniranje dubokog dvosmjernog Transformera §to je
prikazano na slici 12 lijevo.
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Han, Zhang, Ding i dr. [13] MLM objasnjavaju na nacin da ako postoji skup tekstualnih
podataka koji se sastoji od tokena X = {z¢,z1,...,Tn, 2n+1}, BERT nasumic¢no maskira m
tokena u X te zatim maksimizira sljedecCu logaritamsku vjerojatnost:

LX) = 3 togP([Mast], = I :©), 2.10)
=1

gdje se vjerojatnost P modelira Transformer-enkoderom s parametrima ©, X je rezultat
nakon maskiranja nekih tokena u X, [Mask]|; je i-ta maskirana pozicija, a y; originalni token
i-te pozicije.
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Slika 12: BERT predtreniranje i fino prilagodavanje (izvor: Devlin, Chang, Lee i dr., 2018)

Osim MLM-a, na slici 12 se moze uociti da se BERT predtrenira na jo$ jednom zadatku.
Taj zadatak se odnosi na predvidanje sljedece reCenice (engl. Next sentence prediction, NSP),
aizvrSava se s ciliem modeliranja odnosa izmedu Citavih recenica kako bi mreza bila uspjesnija
na specificnim zadacima s veéim brojem recenica kao $to su jezi¢no zakljucivanje ili odgovara-
nje na pitanja. Taj zadatak, kako Han, Zhang, Ding i dr. [13] navode, koristi binarni klasifikator
koji predvida jesu li dvije recenice skladne, odnosno koherentne. Dakle, MLM i NSP se zajedno
koriste u fazi predtreniranja kako bi optimizirali parametre BERT-a.

Nakon predtreniranja, na slici 12 se moze primjetiti da se BERT dalje moze uspjesno
prilagoditi za zadatke kao $to su:

MNLI (engl. Multi-Genre Natural Language Inference Corpus) [49] u kojemu model na osnovu
reCenice premise i reCenice hipoteze predvida povlaci li premisa hipotezu, proturijeci li
hipotezi ili je njihov odnos neutralan.

NER (engl. Named entity recognition) u kojemu cilj modela pronadi i klasificirati imenovane
entitete spomenute u nestrukturiranom tekstu u predodredene kategorije.

SQuAD (engl. Stanford Question Answering Dataset) [50] u kojemu je cilj modela odgovoriti na
pitanje o prilozenom ¢lanku s Wikipedije, a odgovor je segment teskta iz samog ¢lanka.
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Takoder, za razliku od GPT-a, model BERT-a se arhitekturalno ne razlikuje puno od originalne
implementacije Transformera u [30] $to je ranije prikazano na slici 10. Originalni je model
napravljen u dvije verzije: BERTgasg s 12 slojeva, dimenzionalnosti 768 i 110 milijuna para-
metara $to ga Cini usporedivim s originalnim GPT modelom ili najmanjom verzijom GPT-2 te
BERT _arge S 24 sloja, dimenzionalnosti 1024 i 340 milijuna parametara.

2.5.2. Verzije BERT-a za hrvatski jezik

Za razliku od GPT-a, BERT ima izvedbu za hrvatski jeziku u obliku BERTi¢-a [51] i
CroSloEngular BERT-a [52]. Ovi se modeli razlikuju po tome $to je CroSloEngular viSejezi¢ni
model uvjezban na hrvatskom, slovenskom i engleskom jeziku, dok je BERTIi¢ uvjezban za
hrvatski, bosanski, srpski i crnogorski jezik. Oba modela koriste BERTgasg arhitekturu s 12
slojeva.

CroSloEngular je uvjezban na skupu 5.9 milijardi rijeCi u 40 epohaili 3.96 milijuna koraka
s maksimalnom duljinom sekvence od 128 te jo$§ 4 epohe s maksimalnom duljinom sekvence
od 512 na jednom Google Cloud TPU v2 §to je trajalo otprilike 3 tjedna. BERTIC je uvjezban na
skupu od skoro 8.4 milijardi rijeCi u 50 epoha ili 2 milijuna koraka na 8 TPU v3 uredaja no ne
navode vrijeme koje je bilo potrebno za cjelokupno treniranje.

Ljubesi¢ i Lauc su u [51] usporedili ta dva modela sa visejezicnim mBERT [35] mode-
lom te CLASSLA [53] alatom kada je to bilo moguce. Na zadatku morfosintaktiCke anotacije,
prikazano u tablici 3, BERTIi¢ ostvaruje najbolje rezultate za 3 od 4 skupa podataka. Taj se
zadatak odnosi na anotiranje gramatiCke klase svake rijeci u re¢enici. To moze ukljuCivati ulogu
rijeCi u reCenici, primjerice subjekt ili predikat, gramaticki rod rije¢, padez, ako je primjenjivo,
gramaticki broj, odnosno je li rije¢ u jednini ili mnozini, itd.

Tablica 3: Prosjecni microF1 rezultati za morfosintaktiCku anotaciju

skup podataka | jezik vrsta CLASSLA mBERT c¢seBERT BERTI¢
hr500k Hrvatski | knjizevni 93.87 94.60 95.74 95.81
reldi-hr Hrvatski | kolokvijalni - 88.87 91.63 92.28
SETimes.SR Srpski knjizevni 95.00 95.50 96.41 96.31
reldi-sr Srpski | kolokvijalni - 91.26 93.54 93.90

(Izvor: Ljubesi¢ i Lauc, 2021)

Na tablici 4 Ljubesi¢ i Lauc [51] su usporedili rezultate za zadatak prepoznavanja ime-
novanih entiteta (engl. Named entity recognition). Cilj zadatka je u reCenici pronaci sve rijeCi
koje predstavljaju primjerice ime osobe, godinu, naziv nekog proizvoda, adresu i sli¢no te ih
odgovarajuce klasificirati. Tako bi u reCenici: "lvan je kupio Jamnicu.", mreza oznacila rije¢
"Ivan" kao ime osobe, a "Jamnicu" kao naziv robne marke. Rezultati na tablici 4 pokazuju kako
BERTI¢ opet za 3 od 4 skupa podatka postize najbolje rezultate, a za 4. je to u ovom slucCaju
mBERT [35].
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Tablica 4: Prosje¢ni microF1 rezultati za zadatak prepoznavanja imenovanih entiteta

skup podataka jezik vrsta CLASSLA mBERT c¢seBERT BERTI¢
hr500k Hrvatski | knjizevni 80.13 85.67 88.98 89.21
reldi-hr Hrvatski | kolokvijalni - 76.06 81.38 83.05
SETimes.SR Srpski knjizevni 84.64 92.41 92.28 92.02
reldi-sr Srpski | kolokvijalni - 81.29 82.76 87.92

(Izvor: Ljubesi¢ i Lauc, 2021)

2.6. Suvremeni modeli

Han, Zhang, Ding i dr. [13] navode da su se nakon pojave GPT i BERT modela pojavila
i neka poboljSanja od kojih vrijedi spomenuti RoBERTa-u (engl. Robustly Optimized BERT Pre-
training Approach) [32] i ALBERT (engl. A Lite BERT for Self-supervised Learning of Language
Representations) [54]. ROBERTa je svoj uspjeh postigla s 4 jednostavne promijene:

Izbacen je NSP zadatak prilikom predtreniranja.

« Povecan je broj koraka kod predtreniranja, kao i veli¢ina grupa (engl. batch i sama koli¢ina
podataka).

Predtreniranje se vrSi na duljim reCenicama.

+ DinamicCki se mijenja uzorak postavljanja [MASK] simbola.

Ostvarivanjem empirijski boljih rezultata u odnosu na BERT, RoBERTa je pokazala da
je NSP zadatak relativno beskoristan za predtreniranje BERT-a. ALBERT je, s druge strane,
za cilj uzeo smanjenje broja parametara kako bi zahtjevao manje memorije no zauzvrat mu
je potrebno vise vremena kod finog prilagodavanja i jezicnog razumijevanja. Definiran je s 3
promjene u odnosu na BERT:

« Faktorizira ulaznu matricu rijenih reprezentacija u dvije manje matrice.

* Provodi dijeljenje parametara izmedu svih Transformer slojeva ¢ime znacajno smanjuje
koli¢inu parametara.

« Predlaze zadatak predvidanja reda reenica (engl. Sentence order prediction, SOP)*
umjesto NSP zadatka.

Osim RoBERTa-e i ALBERT-a postoji velik broj varijacija BERT modela. Han, Zhang,
Ding i dr. [13] joS dodaju da ti modeli Cesto bolje uce iz neoznacenih podataka, a neki predlazu
novu arhitekturu i isprobavaju drugacije zadatke prilikom predtreniranja. Neki od tih modela

4SOP je zadatak koji za cilj ima pronalaZenje pravilnog redoslijeda reéenica u tekstu s nasumiénim redoslijedom
reenica
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uklju€uju: XLNet [31], UniLM [55], MASS [56], SpanBERT [57] i ELECTRA [58]. Kako je i
veliCina modela jo$ uvijek kljuan faktor, istrazivaci su predstavili modele koji imaju stotine mi-
lijardi parametara kao ranije spomenute verzije GPT modela, ali i druge poput Switch Transfor-
mera [59] ili modela koji pokuSavaju povecati racunalnu efikasnost toliko velikih modela poput
Megatron-Im [60], ZeRO [61] ili ZeRO-Offload [62]. Han, Zhang, Ding i dr. [13] su na kraju joS i
slikovno prikazali podjele bitnijih modela i njihovih prethodnika, odnosno arhitektura na kojima
su temeljeni, na slici 13.
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Slika 13: Podjela modela i njihovih prethodnika (Vlastita izrada prema: Han, Zhang, Ding i dr.,
2021)
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3. Izrada vlastitog predtreniranog modela

U ovom ¢e poglavlju biti prikazan i objasnjen proces izrade vlastitog predtreniranog mo-
dela. Prvo ¢e biti spomenuto koriSteno okruzje, alati i biblioteke, zatim ¢e biti rije€ o podacima
za treniranje, a na kraju ¢e biti prikazan nacin treniranja. Za tu je svrhu odabrana GPT-2 arhi-
tektura jer, kako je bilo ranije spomenuto u poglavlju 2.5.2, za razliku od GPT-2 modela verzije
BERT-a za hrvatski jezik ve¢ postoje. Od verzija GPT-2 modela prikazanih na tablici 1 koristit
¢e se najmaniji zbog ograni¢enih dostupnih racunalnih resursa te zbog jednakog broja slojeva
osnovnoj verziji BERT-a na kojoj su temeljeni BERTi¢ i CroSloEngular. Time se ostvaruje mo-
guénost usporedbe preformansi vlastitog s tim modelima.

3.1. Koristeni alati i biblioteke

Google Colaboratory , ili skraceno Colab, je online okruzenje izradeno na temelju Jupyter bi-
lieznica. Radi se o Google-ovom proizvodu koji se moze koristiti besplatno ili uz mjesecnu
pretplatu. Radom u ovom okruzju postoji moguénosti koristenja GPU ili TPU uredaja. Mo-
del u ovome radu je izraden koristeci Pro verziju okruZenja s kojom je na raspolaganju bilo
35 GB RAM memorije i 24-satno trajanje sesije, no zbog greSke Colab-ovog razvojnog
tima, koja u trenutku pisanja ovog rada jo$ nije ispravljena’, sesija se prekidala nakon 12
sati koritenja TPU-a §to je bitno utjecalo na nacin treniranja modela.

Google Drive se koristi kao prostor za trajnu pohranu podataka. Ranije je navedeno da sesije
u Google Colab okruzenju traju maksimalno 24 sata nakon ¢ega se svi podaci gube.
Zbog toga, zbog jednostavnog povezivanja s okruzjem te zbog velike propusnosti mreze
izmedu okruzja i pohrane na oblaku je Google Drive predstavljao optimalno rjeSenje.

Tensorflow je sveobuhvatna platforma otvorenog koda za strojno ucenje. Sastoji se od veceg
broja alata i biblioteka koje omogucuju pisanje koda u viSe razina apstrakcije. Primjerice
Keras APl omogucuije viSe razinu apstrakcije primjereniju pocetnicima, a takoder postoje
i opcije koje omogucuju vecu razinu kontrole nad samim kodom. Originalno su ga kreirali
istrazivaci i inzenjeri Google Brain tima, a danas zajednica znacajno pridodaje odrzavanju
platforme. API postoji za Python s kojim ¢e se Tensorflow koristiti u ovom radu, no takoder
postoji stabilni API za C++ i ne toliko stabilni APl za druge programske jezike.

Huggingface je zajednica i platforma za znanost o podacima (engl. Data science) koja pruza
alate koji korisnicima omogucuju izradu, treniranje i upogonjavanje modela strojnog uce-
nja temeljenih na otvorenom kodu i tehnologijama. U ovom je radu Huggingface koristen
kao repozitorij za izradeni model, modul transformers za preuzimanje i prilagodavanije ori-
ginalnog GPT-2 modela te modul datasets za funkcije koje olakS8avaju obradu podataka
ukljuCujuci paralelizaciju tokenizacije.

Pandas je Python biblioteka za analizu i obradu podataka te se ¢esto moze vidjeti u raznim

"Problem je prijavlien na Github repozitoriju Google Colab-a no od 2020. godine rie$enje nije pronadeno
(https://github.com/googlecolab/colabtools/issues/1053)
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projektima gdje je potreban jednostavan nacin za upravljanjem podacima u kodu. U ovom
radu se koristi za obradu podataka prilikom pocetnog ucitavanja i pretprocesuiranja.

Pickle je modul koji omogucuje jednostavnu serijalizaciju i deserijalizaciju strukture Python
objekta. Odnosno, pretvaranja Python objekta u tok bajtova za spremanje u datotekama
ili bazama podataka. U ovom radu se koristi upravo za spremanje podataka nakon sto je
nad njima izvr§ena neka operacija obrade kako bi se kasnije jednostavno i u istom obliku
mogli ponovo ucitati u kod kada je to potrebno.

NLTK (engl. Natural Language Toolkit library) je skup biblioteka i programa za simbolicko i
statistiCko obradivanje podataka pomoc¢u Pythona. U ovom se radu koristi zbog BLEU
metode koja ocjenjuje kvalitetu modela prilikom prevodenja teksta.

3.2. Podaci za treniranje

Podaci koristeni za treniranje predtreniranog modela rezultat su rada Ljubesi¢ i Klubicka
[63]. Ovaj je skup napravljen pretrazivanjem web stranica .hr domene 2011. godine pa zatim
opet 2014. godine. Skup se sastoji od 1.4 milijarde tokena, odnosno oko 1.2 milijarde rijeci, a
zapisi unutar dokumenata su u sljede¢em XML formatu:

<p urldomain="splitculture.hr" url ="http://splitculture.hr/onama" lang="hr"
langdistr="hr:-0.486|sr:-0.514">
<s>
Dugo Dugo dugo Rgp
vremena vremena vrijeme Ncnsg
smo smo biti Rgp
razmisljali razmisljali razmisljati Vmp-pm
kako kako kako Cs
jos jos josS Rgp
bolje bolje dobro Rgc
perdstaviti perdstaviti perdstaviti Vmn
na$ nas nas Pslmsan
grad grad grad Ncmsan
kao kao kao Cs
jedno jedno jedan Mlcnsn
od od od Sg
najatraktivnijih najatraktivnijih atraktivan Agsmpgy
turistickih turistic¢kih turisticki Agsmpgy
<g/>
, .. Z
kulturnih kulturnih kulturan Agpfpgy
iiiCc
sportskih sportskih sportski Agpnpgy
odredista odredisSta odredisSte Ncnpg
na na na Sl
Mediteranu Mediteranu Mediteran Npmsl
<g/>

</s>
</p>
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Moze se uociti da su u s oznakom <p> oznacene web stranice, a metapodaci o zapisu
se nalaze u zaglavlju same oznake. Ti metapodaci ukljuCuju adresu mreznog mjesta, adresu
do specifi¢ne stranice na tom web mjestu, oznaku jezika sadrzaja te normalizirane distribucije
logaritamske vjerojatnosti za jezike uzete u obzir. Sadrzaj web stranice je nazna¢en oznakama
<s> te svaki red predstavlja jednu rije¢. RijeC¢ u prvom stupcu predstavlja originalnu rije¢ sa
web stranice, rije€ u drugom stupcu je normalizirana putem dijakriticke obnove (engl. Normali-
sed via diacritic restoration), u tre€em se stupcu nalazi lema rije¢i, a zadnji stupac predstavlja
morfosintakticke oznake. Tekst iz ranijeg XML zapisa preglednije je prikazan na tablici 5.

Tablica 5: Zapis jedne web stranice u skupu podataka

Original Normalizacija Lema Morfosintakticka oznaka
Dugo Dugo dugo Rgp
vremena vremena vrijeme Ncnsg
smo smo biti Rap
razmisljali razmisljali razmisljati Vmp-pm
kako kako kako Cs

jos jos jos Ragp
bolje bolje dobro Rgc
perdstaviti? perdstaviti  perdstaviti vmn
nas nas nas Ps1msan
grad grad grad Ncmsan
kao kao kao Cs
jedno jedno jedan Micnsn
od od od Sg
najatraktivnijin  najatraktivnijin  atraktivan Agsmpgy
turistiCkih turistiCkih turisticki Agsmpgy
, , , Z
kulturnih kulturnih kulturan Agpfpay
[ [ [ Cc
sportskih sportskih sportski Agpnpgy
odredista odredista odrediste Ncnpg
na na na Sl
Mediteranu Mediteranu Mediteran Npmsl
Z

(Vlastita izrada prema zapisu iz: LjubeSi¢ i Klubic¢ka, 2016)

U XML zapisu su se jo§ mogle primijetiti oznake <g/> koje su u tablici 5 izbaCene, a
predstavljaju praznine koje se pojavljuju na web stranicama. Morfosintakticko oznac¢avanje su
Ljubesi¢ i Klubi¢ka odradili HunPos-om [64] 3. Tako oznaka "Ncnsg" za rije¢ "vremena" prenosi

2Rije¢ je krivo napisana na web stranici, kao takva spremljena u skupu podataka te se takva koristi za treniranje
mreze. Ovaj zapis pokazuje probleme s kojima se susreée mreza prilikom treniranja, odnosno jedan problem kod
koriStenja velikih skupova nepregledanih podataka.

3Poveznica na projekt https://code.google.com/p/hunpos/
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informacije da je rijeC imenica (N, engl. Noun), da je uobi¢ajena (c, engl. common), srednjeg
roda (n, engl. neuter), u jednini (s, engl. singular) te da je u genitivu (g). 4

3.2.1. Pretprocesuiranje

Kako je bilo objasnjeno u poglavlju 2.4, cilj predtreniranja GPT-2 modela jest optimiza-
cija stadardnog autoregresivnog modeliranja jezika. Tako su tom modelu potrebni tekstualni
podaci u obliku recenica ili odlomaka teksta. 1z tog razloga pretprocesuiranje podataka poci-
nje uklanjanjem ranije spomenutih oznaka praznina </g>. Njihovim se uklanjanjem izbjegavaju
greSke koje su se dogadale prilikom uCitavanja datoteka kao XML datoteka. Dalje slijedi zane-
marivanje svega osim originalnih rijeCi koje se pojavljuju u tekstu jer nije potrebno za jezi¢no
modeliranje. Sve se recenice grupiraju po odlomcima kako bi se mogle bolje modelirati medu-
reCeniCne zavisnosti. Time se dobiva 28,771,178 odlomaka s 67,403,219 reCenica koje zauzi-
maju oko 7.5 GB memorijskog prostora. U tim se podacima jo$ uvijek pojavljuju oznake kojima
nije mjesto u govornom jeziku. To je posljedica preuzimanja podataka s interneta programskim
putem. 1z tog su se razloga svi podaci provjereni za zaostale html oznake, odnosno zadrzani
su samo ASCII i latini¢ni znakovi, brojevi i razmaci. Oko svih su interpunkcijskih znakova do-
dani razmaci, a svi su razmaci, ako ih je viSe uzastopnih, svedeni na samo jedan. Ova obrada,
iako nije komplicirana, se izvodi na velikom skupu podataka. Zbog tog razloga, odnosno zbog
ograniCenja radne memorije koje je spomenuto u opisu programskog okruzja u poglavlju 3.1,
izvorni se skup podataka morao podijeliti na 7 jednakih dijelova kako bi svaki od njih mogao
stati u radnu memoriju i biti obraden. Na kraju su izbaceni svi zapisi, odnosno odlomci, Cija je
duljina kra¢a od 10 znakova pa se tako uklonilo oko 850,000 zapisa.

3.3. Kreiranje i treniranje modela

Cijela obrada podataka kao i treniranje modela su izvr§eni Google Colab online okru-
zenju. Glavna prednost tog okruzenja je, kako je u poglavlju 3.1 spomenuto, jeftin pristup
racunalnim resursima koji dolaze uz ogranicenje trajanja sjednice. Tako je za treniranje ovog
modela bio dostupan TPU i oko 35 GB radne memorije, ali uz maksimalno trajanje sjednice od
12 sati. Takva su ogranicenja uzrokovala specifi¢an nacin treniranja koji ¢e kasnije biti detaljnije
objasnjen. No za izradu upotrebljivog modela nije dovoljno samo njegovo treniranje vec i izrada
rieCnika kojim ¢e se sluziti.

3.3.1. Enkodiranje parova bajtova (engl. Byte pair encoding, BPE)

Radford, Wu, Child i dr. [46] navode da bi op¢i jezi¢ni model trebao moéi raCunati vjero-
jatnost za, odnosno generirati, bilo koji niz znakova te da procesuiranje Unicode nizova znakova
kao sekvence UTF-8 bajtova dobro odraduje taj zadatak. No jezi¢ni modeli na razini bajtova
nisu kompetitivni s onima na razini rijeci u slucaju velikih skupova podataka. Isti su problem
imali Radford, Wu, Child i dr. prilikom treniranja standardnog jezicnog modela na razini bajtova.

“Popis svih oznaka dostupan na: http://nl.ijs.si/ME/V6/msd/html/msd-hbs.html#msd.msds-hbs
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BPE [65], kako Radford, Wu, Child i dr. [46] navode, se pokazao kao prakti¢ni kom-
promis ove dvije metode te je uspjeSno izmjenjivao koriStenje ulaza na razini rijeCi za Ceste
te ulaza na razini znakova za rijetke nizove simbola. Jedna od prednosti BPE-a jest da bi
uspjes$na implementacija na razini bajtova rezultirala osnovnim vokabularom od samo 256 zna-
kova. No primjeceno je pojavljivanje varijacija Cestih rijeCi pa se tako rije¢ "dog" jo$ pojavljivala
kao: "dog.", "dog!", i "dog?". Kako bi izbjegli takva ponavljanja, Radford, Wu, Child i dr. [46] na-
vode da su sprijeCili spajanje znakova iz razli¢itih Unicode kategorija znakova, no napravljena
je iznimka za razmake jer se tom iznimkom postiglo znatno poboljSanje efikasnosti kompresije
uz minimalnu fragmentaciju rijeci.

Ovakve su ulazne reprezentacije omogucile empirijski dokazane benefite koristenja re-
prezentacija na razini rijeCi sa opcenitosti reprezentacija na razini bajtova. Na kraju, Radford,
Wu, Child i dr. [46] jo§ navode da se ovakvim pristupom omogucilo odredivanje za bilo koji
Unicode niz znakova pa se model moze evaluirati na bilo kojem skupu podataka neovisno o
predprocesuiranju, tokenizaciji ili veli€ini vokabulara.

Za ovaj je rad, radi osiguravanja maksimalne efikasnosti i efektivnosti na hrvatskom
jeziku, po uzoru na ranije opisani nacin reprezentacije znakova i rijeci, odnosno tokena, kreiran
tokenizator sa vokabularom za hrvatski jezik. Sam je postupk, zbog koriStenja Huggingface-
ovog modula tokenizers, veoma jednostavan i direktan te je prikazan na sliede¢em odlomku
programskog koda:

from tokenizers import Tokenizer

from tokenizers.models import BPE

from tokenizers.normalizers import NFKC, Sequence

from tokenizers.pre_tokenizers import Bytelevel

from tokenizers.decoders import Bytelevel as ByteLevelDecoder

from tokenizers.trainers import BpeTrainer

tokenizer = Tokenizer (BPE())
tokenizer.normalizer = Sequence ([NFKC()])
tokenizer.pre_tokenizer = Bytelevel ()

tokenizer.decoder = BytelLevelDecoder ()

trainer = BpeTrainer (vocab_size=50257, show_progress=True, inital_alphabet=Bytelevel
.alphabet (), special_tokens=][
"<s>",
"<pad>",
"</s>",
"<unk>",
"<mask>"
1)
tokenizer.train(trainer = trainer, files = ["putanja/do/datoteka/s/tekstnim/podacima
"1)
tokenizer.model.save ("putanja/do/direktorija/za/spremanje/", prefix = None)

U kodu se moze uociti da se tokenizator u linjjama 8 do 11 kreira, a u linijama 13 do 20
trenira. Kako je ranije navedeno, Radford, Wu, Child i dr. [46] navode da BPE treba osnovni
vokabular veli¢ine 256 unosa. Uz osnovne unose, odredili su da nije potreban vokabular veci
od 50,000 tokena. Tako je odredena ukupna veli¢ina vokabulara od 50,257 jer je dodan po-
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sebni token za kraj teksta. lako je veliCina vokabulara hiperparametar koji se moze proizvoljno
odabrati, veci vokabular dolazi s negativnom stranom jer zahtjeva za vecu koli¢inom memorije i
vremenski je kompleksniji. Kako je u originalnoj implementaciji definiran broj od 50,257, nema
ocitog razloga da ova implementacija za hrvatski jezik ne koristi tu istu veli¢inu.

3.3.2. Tokenizacija

Uz gotov tokenizator, podaci se mogu lako pretvoriti u niz tokena kao ulaza za jezi¢no
modeliranje mreze. Kako je objasnjeno u poglavlju 2.4.1, GPT-2 treba ulazne podatke u tri
dijela:

« Niz identifikacijskih brojeva tokena originalnog teksta koji oznacavaju unose u vokabularu
tokenizatora,

« Oznake koje mreza, predvidajuéi sljedeéi token u nizu, treba pogoditi u tom vremenskom
koraku,

» Maska pozornosti koja jedinicom oznacava sve valjane tokene u nizu, a nulom sve po-
sebne tokene koji popunjavaju razliku izmedu originalne i maksimalne duljine teksta.

U programskom je kodu definirana funkcija koja obavlja zadacu kreiranja ta tri dijela
ulaznih podataka te je prikazana u sljede¢éem odlomku programskog koda:

EOS_TOKEN = "</s>"
MAX_TOKENS = 512

def tokenize_function (text, tokenizer=tokenizer):

text = [ex + EOS_TOKEN for ex in text["text"]]
output = tokenizer (

text,

add_special_tokens = True,

max_length = MAX_TOKENS,
truncation = True,
padding = 'max_length’,
)
output ["labels"] = [x[l:] for x in output["input_ids"]]
output ["labels"] = [
[-100 if x == tokenizer.pad_token_id else x for x in y]
for y in output["labels"]

output ["input_ids"] = [x[:-1] for x in output["input_ids"]]
output ["attention_mask"] = [x[:-1] for x in output["attention_mask"]]
return output

Odmah se moze uociti da je definirana maksimalna duljina ulaznog niza podataka od
512 tokena. lako je to kra¢e od duljine najduljeg odlomka u skupu podataka, dovoljno je za
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obradu najveceg dijela. Kra¢a maksimalna duljina ulaznog niza takoder osigurava manje za-
uzimanje radne memorije kao i brze treniranje. U funkciji je zatim na kraj teksta dodan posebni
token za kraj ulaznog teksta. Tokenizator, u 7. liniji programskog odlomka, takav tekst zatim
tokenizira, a kao izlaz daje niz identifikacija tokena (u kodu output["input _ids"]) i masku pozor-
nosti (u kodu output["attention _mask"]).

Nakon samog tokeniziranja, u izlaznom skupu moramo definirati oznake za sljedecu
rije¢, a to se postize u linijama 14 do 18. Ovo je jedna bitna, ali loSe dokumentirana raz-
lika izmedu Tensorflow i PyTorch implementacije GPT-2 modela. PyTorch samostalno generira
oznake za sljedeée tokene u nizu tokom treniranja, no za Tensorflow je to potrebno ekspli-
citno odraditi. Tako u 14. liniji programskog odlomka definiramo da su oznake (u kodu out-
put["labels"]) svi tokeni osim prvog. Time se postize pomicanje udesno objasnjeno u poglavlju
2.4.1. Sve oznake na Cijem se mjestu nalazi posebni token za popunjavanje (u kodu pad_token)
se postavljaju na vrijednost -100 jer tako ti tokeni nece ulaziti u raCunanje funkcije gubitka pri-
likom treniranja. Na kraju se jo$ u nizu identifikacija originalnih tokena i maske pozornosti
uklanjaju poslijednji elementi kako bi duljina odgovarala duljini niza oznaka, odnosno 511.

Samo pozivanje funkcije tokenizacije vr§i se pomoéu metode map koja je dio Huggingface-
ovog "Dataset"” objekta. U sljede¢em programskom odlomku:

from datasets import Dataset
ds = Dataset.from_pandas (df)

ds = ds.map (
tokenize_function,
batched = True,
batch_size = 512,

remove_columns=["text"],
load_from_cache_file = True,
num_proc = strategy.num_replicas_in_sync,

U 3. se liniji kreira "Dataset” objekt sa potrebnim podacima od "DataFrame"” objekta
biblioteke Pandas koji je sluzio za dosadasnju obradu i pretprocesuiranje podataka. Razlog
koristenja "Dataset" objekta moZe se uoditi u liniji 11 koja definira broj paralelnih procesa koji ¢e
vrsiti funkciju tokenizacije. Huggingface-ova biblioteka dolazi s osiguranom kompatibilnos$éu sa
Google TPU-om pa se tako funkcija tokenizacije odvija paralelno u 8 procesa. Ostali parametri
map metode definiraju da se podaci obraduju u skupovima po 512 zapisa jer je to najveca
veliCina istovremene obrade koju je moguce izvrsiti zbog ograni¢enja radne memorije.

U poglavlju 3.2.1 je bilo spomenuto da se zbog ograni¢enja radne memorije za Ciséenje
podataka originalni skup morao podijeliti na 7 jednakih, a sli¢na je situacija i sa tokenizacijom.
Ona naime zahtjeva jo$ viSe radne memorije tako da se svaki od prethodno spomenutih 7 sku-
pova morao podijeliti na jo§ 3 podskupa kako bi tokenizacija bila uspjesno izvrSena, odnosno
kako ne bi dolazilo do ruSenja radne okoline. Tako od originalnog skupa podataka dolazimo do
brojke od 21 podskupova svaki od kojih, kada su tokenizirani, zauzima 8,25 GB memorijskog
prostora.
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3.3.3. Kreiranje modela

Kako je arhitektura modela kojeg koristimo istovjetna originalnoj GPT-2 arhitekturi, samo
¢emo preuzeti predtrenirani model sa Huggingface repozitorija kao $to je prikazano u sljedecem
programskog odlomku:

import tensorflow as tf

from transformers import TFGPT2LMHeadModel

lr_schedule = tf.keras.optimizers.schedules.ExponentialDecay (
initial_learning_rate = 3e-3,
decay_steps= 1772,
decay_rate=0.85,
staircase=True

)

with strategy.scope() :
model = TFGPT2LMHeadModel.from_pretrained/(
"gpt2",
use_cache=False,
bos_token_id = tokenizer.bos_token_id,
pad_token_id=tokenizer.pad_token_id,

eos_token_id=tokenizer.eos_token_id,

)

metric = tf.keras.metrics.SparseCategoricalAccuracy (’accuracy’)

model.resize_token_embeddings (len (tokenizer))

optimizer = tf.keras.optimizers.Adam(lr_schedule)

model.compile (optimizer=optimizer, loss=model.hf_ compute_loss, metrics=[metric])

U linijama 4 do 9 je definirano opadanje brzine u¢enja koje pocinje od 3e-3 pa se nakon
svakih 1772 koraka, $to predstavlja 80% koraka svake epohe, eksponencijalno smanjuje, a
u liniji 23 se moze vidjeti da se to opadanje primjenjuje na Adam optimizator. Osim funkcije
gubitka jo$ ¢e se pratiti tocnost (engl. accuracy) modela, definirano u liniji 20. U liniji 22 se
veli¢ina ulaznih reprezentacija tokena postavljaju na duljinu tokenizatora te na kraju u liniji 25
se model kompilira. Za raunanje funkcije gubitka koristi se funkcija definirana u modelu ° koja
zanemaruje ranije spomenute vrijednosti -100.

50d pogetka pisanja ovog rada Keras je razvio vlastitu implementaciju compute loss metode koja nadjatava
onu koja dolazi s GPT-2 modelom. Kako bi se to izbjelo i osiguralo ispravno izraCunanje funkcije mora se koristiti
hf_compute_loss $to se navodi kao priviemeno rje$enje i podloZno je promjenama u buducénosti.
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3.3.4. Treniranje

Postupak treniranja je, kako je spomenuto na pocetku poglavlja 3.3, uvelike definiran
ograniCenim racunalnim i memorijskim resursima. Zbog ograni¢enog trajanja sjednice od 12
sati, stanje modela u odredenim epohama se sprema kako bi se ponovnim pokretanjem sjed-
nice nastavilo. Tako su u sljede¢em odlomku programskog koda definirane takozvane Callback
funkcije koje definiraju rano zaustavljanje treniranja (linije 2 do 4) u slucaju da se rezultat funk-
cije gubitka ne poboljSa dvije epohe zaredom, te spremanje stanja (linije 5 do 11) modela nakon
epohe koja je ostvarila poboljSanje kako bi se stanje moglo povratiti.
callbacks = [

tf.keras.callbacks.EarlyStopping (

monitor="val_loss", verbose=1l, patience=2, restore_best_weights=True
)
tf.keras.callbacks.ModelCheckpoint (
"putanja/do/direktorija/za/spremanje/modela/GPT2-Model_{epoch:02d}_{val_loss
:.4f}.h5",
monitor="val_loss",
save_best_only=True,
save_weights_only = True,

verbose=1,

Nakon Callback funkcija slijedi jo$ jedna prilagodba nacina treniranja. Ovoga puta pro-
blem nije bio u ograni¢enim resursima vec do treniranja na TPU-u. Google TPU Kkoristi tako-
zvani Protocol Buffer za serijalizaciju strukturiranih podataka neovisnu o programskom jeziku ili
platformi. Do problema dolazi zbog toga $to Protocol Buffer dolazi s limitom od 2 GB jer koristi
32-bitni integer (int32) za enkodiranje podataka $to nije promijenjeno, i ne zna se hoce li biti
promijenjeno, na 64-bitni integer ili unsigned 32-bitni integer (uint32). Problem je prijavljen za
Tensorflow © i za PyTorch’ platformu.

Ovaj je problem u kodu izbjegnut tako da se podaci dodatno podijele. Na kraju poglavlja
3.3.2 je bilo spomenuto da su datoteke s tokenziranim podacima veli¢ine oko 8.25 GB pa da
bi bile manje od 2 GB bilo ih je potrebno podijeliti na jo§ 5 dijelova. Dakle, pocetni se skup
podataka prvo podijelio na 7 dijelova kako bi se podaci ocistili, zatim svaki od njih na jos 3 kako
bi se tokenizirali, a sada na kraju svaki od ta 3 na jo$ 5 kako bi mogli biti pretvoreni u tenzore
za treniranje. Time se od pocetnog skupa podataka dolazi na 105 podskupova.

Ta dodatna podijela skupa podataka i postupak treniranja su prikazani u sljede¢em pro-
gramskom odlomku:

6Poveznica na GitHub izvje$ée o greski: https:/github.com/tensorflow/tensorflow/issues/24459
"Poveznica na GitHub izvjedée o greski https:/github.com/pytorch/xla/issues/1633
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51

BATCH_SIZE_PER_REPLICA = 12
EPOCHS = 5

try:

BATCH_SIZE = 12 % strategy.num_replicas_in_sync
except NameError as e:

BATCH_SIZE = BATCH_SIZE_PER_REPLICA

data = Dataset.load_from _disk ("/putanja/do/direktorija/

datoteka_s_tokeniziranim_podacima")

for i in range (5):

data_part = data.shard(num_shards = 5, index=i)
data_part.set_format (type="python", columns=["input_ids", "attention_mask", "
labels"])

data_part = data_part.train_test_split(

test_size=0.20, shuffle=True, seed=42, load_from_cache_file=True

train_tensor_inputs = tf.convert_to_tensor(data_part["train"] ["input_1ids"])
train_tensor_labels = tf.convert_to_tensor (data_part["train"]["labels"])
train_tensor_mask = tf.convert_to_tensor (data_part["train"]["attention_mask"])

train = tf.data.Dataset.from tensor_slices

(
{"input_ids": train_tensor_inputs, "attention_mask": train_tensor_mask},

train_tensor_labels,

)

del train_tensor_inputs, train_tensor_labels, train_tensor_mask

gc.collect ()
test_tensor_inputs = tf.convert_to_tensor (data_part["test"]["input_ids"])
test_tensor_labels = tf.convert_to_tensor (data_part["test"]["labels"])
test_tensor_mask = tf.convert_to_tensor (data_part["test"]["attention_mask"])
test = tf.data.Dataset.from_tensor_slices (
(
{"input_ids": test_tensor_inputs, "attention_mask": test_tensor_mask},

test_tensor_labels,

del test_tensor_inputs, test_tensor_labels, test_tensor_mask

gc.collect ()
BUFFER_SIZE = len(train)
train_ds = (
train.shuffle (BUFFER_SIZE) .batch (BATCH_SIZE, drop_remainder=True)
)

test_ds = test.batch(BATCH_SIZE, drop_remainder=True)

steps_per_epoch = int (BUFFER_SIZE // BATCH_SIZE)
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52
53
54
55
56
57
58
59

hist = model.fit (
train_ds,
validation_data=test_ds,
batch_size=BATCH_SIZE,
epochs=EPOCHS,
callbacks=callbacks,

verbose=1,

U ovom se programskom odlomku moze primjetiti koriStenje shard metode koja je dio
Huggingface-ove Dataset klase. Ona razlama skup podataka na jednake dijelove i uzima onaj
dio koji je specificiran indeksom. Od 12. do 16. linije moze se uoCiti definiranje formata skupa
podataka te njegova podijela na skupove za treniranje i testiranje. 20% podataka je predvideno
za testiranje Sto je uobiCajena praksa. Dalje se od linije 18 do linije 41 podaci pretvaraju u
tenzore od kojih se onda kreira Tensorflow Dataset objekt. Sve se pomocéne varijable, nakon
8to viSe nisu potrebne, briSu kako je prikazano na linijama 27 i 40, a da bi se oslobodila radna
memorija potrebno je "sakupiti smece" §to je prikazano u linijama 28 i 41.

U linijama 45 do 48 raniji se zapisi iz skupova podataka grupiraju u skupove u kojima
¢e zajedno biti obradeni tokom treniranja. Veli€ina tih skupova je odredena koli¢inom dostupnih
racunalnih resursa. Tako se empirijski pokazalo da jedna TPU jezgra moze obraditi maksimalno
12 zapisa istovremeno, no ako je spajanje na Google TPU proslo uspjesno tada se taj broj
mnozi s kolic¢inom dostupnih jezgri §to je u ovom slu¢aju 8. Tako se dolazi do broja od 96
zapisa istovremeno. Provjera dostupnosti TPU jezgri i definiranje veliine skupova je prikazana
u linijama 4 do 7 te u liniji 1.

Linije 52 do 59 prikazuju jednostavan nacin pozivanja fit metode Tensorflow objekta
kojom zapocinje treniranje. Metodi su kao argumenti proslijedeni skup podataka za treniranje,
skup za testiranje, ranije definirane veli¢ina grupe zapisa te Callback funkcije.

Proces se treniranja, dakle, izvodio za 105 podskupova podataka te 5 epoha po pod-
skupu. Trajanje jedne epohe je, u pravilu, trajalo izmedu 1700 i 1720 sekundi. Tako se za
vrijeme trajanja jedne sjednice treniranje moglo odraditi na 5 podskupova, $to u prosjeku iznosi
nesto krace od 12 sati. |z toga se jednostavno moze zakljuCiti da je cijeli proces treniranja
ukupno trajao oko 10 i pol dana. Na slici 14 su prikazane vrijednosti funkcije gubitka nakon
svake spremljene epohe. To znaci da ako nije ostvareno poboljSanje dvije epohe zaredom,
stanje modela se vra¢a na prvo prethodno stanje s ostvarenim poboljSanjem, a stanje bez po-
boljSanja nije prikazano na slici 14. Gotovo svako povecanje vrijednosti funkcije gubitka na
slici dolazi zbog pocetka treniranja na novom podskupu podataka. Na slici se takoder moze
jasno uociti 21 identi¢ni uzorak, uz malobrojne iznimke, kretanja vrijednosti funkcije gubitka
Sto je rezultat opadajuce vrijednosti brzine ucenja koja bi pocetkom svake sjednice imala istu
vrijednost. Detaljne vrijednosti po podskupovima i epohama su priloZzene u prilogu. 1.
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Slika 14: Vrijednosti funkcije gubitka prilikom treniranja (Vlastita izrada)
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4. Evaluacija

Kao predtrenirani model, ovaj se model moze primijeniti za niz razliCitih zadataka iz
podrucja obrade prirodnog jezika te je javno dostupan na Huggingface repozitoriju pod nazivom
"GPcroaT" ' bilo kome tko ga Zeli prilagoditi vlastitim ciljanim zadacima.

4.1. Jezicno modeliranje

Najdirektniji nacin evaluacije predtreniranog modela je evaluacija onog zadatka na ko-
jemu je model bio treniran uz koriStenje drugih skupova podataka. Time se, kako Radford, Wu,
Child i dr. [46] navode, jasno moze razumijeti uspjeSnost prenoSenja domene, odnosno para-
metara, bez prethodnog prilagodavanja na novom skupu podataka. Kako model funkcionira
na razini bajtova, pretprocesuiranje nije nuzno pa tako ne postoje prepreke koje bi sprijeCile
direktnu primjenu na novim podacima.

Ocjenjivanje uspjesnosti u generiranju teksta nije jednostavan zadatak pa je tako jedna
od mogucih metrika ljudska procjena generiranih tekstova. Tu ispitanici mogu ocjenijivati subjek-
tivni dojam o koherentnosti teksta ili njegovoj prihvatljivosti. Gornju granicu bi tako predstavljao
tekst napisan od strane ljudi koji bi bio evaluiran kao kontrolni skup. Time bi se otklonili neki
nedostaci takve metrike no najveci problem je i dalje skalabilnost i prakticnost takvog pristupa.
Iz toga se razloga umijesto ljuske procjene moze Koristiti metrika zbunjenosti (engl. Perplexity),
unakrsne entropije (engl. Cross-entropy) ili broj bitova po znaku (engl. bits-per-character,
BPC).

Radford, Wu, Child i dr. [46] kao metriku ocjenjivanja GPT-2 modela koriste zbunjenost
koja mijeri razinu nesigurnosti jezicnog modela prilikom generiranja novog tokena te racuna
prosjek takvih vrijednosti kako bi se dobio rezultat za dulje tekstove. Tako intuitivno slijedi
da manija vrijednost zbunjenosti znaci viSu sigurnost pri predvidanju sliede¢eg tokena u nizu,
odnosno bolja je mogucnost generalizacije. Slijedom toga usporedba razli€itih modela ima
smisla samo pod uvjetom da koriste isti tokenizator. Stoga, takva usporedba za ovaj model
nece biti moguca jer je izraden posebni tokenizator, ali ¢e biti moguce provjeriti zbunjenost
na podacima s kojima se model nije prije susreo te bez prethodnog finog prilagodavanja, na
takozvanom zero-shot pristupu.

Novi skupovi podataka koji ¢e se koristiti se odnose na OSCAR (engl. Open Super-
large Crawled ALMAnaCH coRpus, otvorena super-velika indeksirana almanah zbirka) [66] i
Wikipedia [67] skupove. OSCAR je, kako ime govori, izrazito velika viSejeziCna zbirka dobivena
klasifikacijom i filtriranjnem CommonCrawl skupa koristeci goclassy [68] arhitekturu. Wikipedia
skup podataka je, kako pak njegovo ime govori, sacinjen od ¢lanaka na Wikipediji.

OSCAR skup se sastoji od 321,484 zapisa koji uglavhom odgovaraju jednoj recenici ili
kracem odlomku. Duplikati su u tom skupu uklonjeni kao i zapisi kra¢i od 100 znakova gdje
svaki znak mora biti u UTF-8 formatu. Kako zapisi dolaze iz veoma razliitih izvora s razli¢itim

"Poveznica na projekt: https://huggingface.co/domsebalj/GPcroaT
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kontekstima te se radi o kra¢im zapisima, ne oCekuju su dobri rezultati modela. Wikipedia skup
se pak sastoji od 198,702 zapisa, ali svaki zapis odgovara jednom ¢lanku gdje su nepotrebni
odlomci, kao odlomak s referencama, uklonjeni. Tako je svaki zapis uglavnom dulji od zapisa
iz OSCAR skupa te je kontekstualno povezaniji. Kako bi se izbjeglo predugo zadrzavanje na
zapisima s istom temom te utjecaj duljine zapisa na uspjesnost jezicnog modeliranja, iz svakog
se od njih koristi samo prvih 511 tokena, odnosno jednak broj kao kod treniranja modela. Tih
prvih 511 tokena se u svakom zapisu uglavnom odnosi na sazetak ¢lanka tako da model i dalje
prolazi kroz vecinu kljucnih rijeci neke specificne teme, a koje ¢e se tada pojavljivati prvi put,
pa tako mozemo ocekivati poprilicno loSe mogucénosti generalizacije.

Tablica 6: Zbunjenost modela na novim skupovima podataka bez prilagodavanja (Osim trening
vrijednosti koja je dodana radi usporedbe)

Trening OSCAR  Wikipedia
GPcroaT 61.6147 30490.59 31287.95

(Vlastita izrada)

Ove je rezultate najlakSe interpretirati na primjeru skupa podataka za treniranje. Pri-
likom odabira novog tokena u nizu, model u prosjeku odabire, odnosno zbunjen je, izmedu
61.6147 razlicitih tokena. Dalje se moze uoditi velika razlika izmedu rezultata prilikom treniranja
i rezultata na novim skupovima podataka. Jedan dio tih rezultata opravdava razlika strukture
podataka za treniranje i novih skupova podataka, no takoder se moze zakljuCiti da je model
trebao biti dodatno treniran.

Premda 11 i pol dana zvuéi puno, na slici 14 se moze uociti da, iako se priblizavaju,
vecina skupova nije dosegla najnizu mogucu vrijednost funkcije gubitka prije uvodenja novog
podskupa podataka. Jedan od uzroka tome lezi i u nacinu treniranja, odnosno koristenju 105
odvojenih podskupova podataka. Tako se moze pretpostaviti da bi se ponovnim treniranjem
na istom skupu podataka, uz izmijeSane zapise kako bi se razlikovali od prvog prolaza, mogli
ostvariti jo$ bolji rezultati. No ako se uzme u obzir da treniranje ovakvih modela moze kostati
nekoliko desetaka tisu¢a dolara, ovaj model, izraden kori§tenjem izrazito jeftinin resursa 2,
ostvaruje dovoljno dobre rezultate.

2Plaéena je mjeseéna pretplata u iznosu 10 dolara radi viSeg prioriteta pri dodjeli resursa no model se mogao
trenirati i bez nje uz malo veéi broj potesko¢a
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4.2. Prevodenje

Sliede¢a evaluacija, koju su koristili i Radford, Wu, Child i dr. [46], je strojno prevo-
denje. Oni su uvjetovali model na primjerima reCenica u obliku Tekst na engleskom =
Tekst na francuskom te kasnije izbacili desnu stranu tog izraza, odnosno tekst na francu-
skom, pa je model generirao prijevod. U ovom je radu koriStena ista takva metoda no umjesto
engleskog i francuskog jezika koriSteni su hrvatski i engleski jezik.

Za ovaj zadatak je koridten ccmatrix [69] [70] skup podataka, odnosno 10% njegovih za-
pisa za hrvatski i engleski jezik. Zapisi dolaze u obliku parova recenica gdje je jedna recenica
na hrvatskom, a druga njen prijevod na engleskom. Tokom tokenizacije, ti su parovi re¢enica
postavljani u oblik T'ekst na hrvatskom = Tekst na engleskom pa se zatim mreza prilagoda-
vala na oko 1,5 milijuna takvih zapisa. Slijedi primjer nekoliko takvih zapisa za treniranje:

» Idealna tezina odgovara tjelesnoj tezini postignutoj na kraju skladnog razvoja. = The ideal
weight corresponds to the body weight reached at the end of a harmonious development.

+ Ali jao! ,Jadni bogati“ ¢e pro€i kroz strasSna iskustva. = But alas! "the poor rich" will pass
through terrible experiences.

» Tama se vidjelo iz Mainea u New Jersey, a ono $to je tada gotovo polovica Amerike bilo u
strahu i kaosu. = The darkness was witnessed from Maine to New Jersey, plunging what
was then almost half of America into fear and chaos.

U tre¢em se od ovih primjera moze primijetiti nekolicina gramatickih greSaka, a drugom
dijelu recenice jednostavno nestaje koherentnost. To pokazuje kako ni svi zapisi u podacima za
treniranje nisu savr$eni prijevodi te Ce to isto imati utjecaja na preformanse modela, odnosno
postoji Sansa da model zbog krivih prijevoda u podacima za treniranje nauci krivo prevoditi.

Nakon prilagodbe, modelu je predstavljen zapis u obliku T'ekst na hrvatskom = te se
metodom pohlepnog dekodiranja (engl. greedy decoding) generirao nastavak zapisa, odnosno
prijevod teksta na engleski jezik. Metoda pohlepnog dekodiranja je najdirektniji pristup gene-
riranju tokena u kojem se uvijek uzima onaj token sa najvecom pripadajucom vjerojatnoscéu.
U sluCajevima generiranja veceg teksta na jednom jeziku ovakva metoda bi ostvarivala popri-
licno jednolike, ponavljajuce i dosadne tekstove, no za zadatak prevodenja njeno koristenje ima
najviSe smisla. Tako se za prethodno nabrojane primjere dobivaju sliedeci izlazi:

» Idealna tezina odgovara tjelesnoj tezini postignutoj na kraju skladnog razvoja. = The ideal
weight corresponds to the body weight achieved at the end of a harmonious development.

« Ali jao ,Jadni bogati“ ¢e proéi kroz stras$na iskustva. = But the poor rich will go through
terrible experiences.

» Tama se vidjelo iz Mainea u New Jersey, a ono $to je tada gotovo polovica Amerike bilo
u strahu i kaosu. = The darkness was seen from Maine in New Jersey, and what was
almost half of America was in fear and chaos.
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Ti su prijevodi prilicno razumljivi, no kod drugog mozemo primijetiti da model nije us-
pjeSno naucio koristiti pravopisne znakove, odnosno navodnike, a moze se pretpostaviti da je
razlog tome mali broj zapisa u kojima se takvi znakovi pojavljuju. U treCem se primjeru moze
uociti da greSke koje se pojavljuju za tekst na hrvatskom jeziku ne utjeCu toliko koliko bi se
isprva pomislilo, ali koristenje rije€i "u" umjesto "do" u "... iz Mainea u New Jersey,..." u re€enici
na hrvatskom jeziku poprilicno doprinosi promjeni informacije u reCenici.

Za odredivanje uspjesnosti prijevoda koristena je BLEU [71] (engl. BiLingual Evaluation
Understudy, Dvojezi¢no evaluacijsko vrednovanje) metoda koja dodjeljuje ocjenu od 0 do 1.
Ova metoda funkcionira na nacin da racuna broj odgovaraju¢ih parova n-grama u generiranom
i referentnom prijevodu, gdje 1-gram ili unigram usporeduje svaki token posebno, a 2-gram
ili bigram rije¢ne parove. Usporedbe se uvijek odraduju neovisno o polozaju rijeci u recenici.
Sto je vedi broj poklapanja n-grama u generiranom i referentnom prijevodu, to je prijevod bolji.
BLEU ocjene se isto kao i ocjena zbunjenosti ne bi trebale usporedivati s drugim modelima, a
pogotovo ne drugim jezicima jer ocjene mogu varirati ¢ak i na istom skupu podataka. Google
stoga koristi sliedec¢u skalu za interpretaciju BLEU rezultata:

Tablica 7: Google-ova skala za interpretaciju BLEU rezultata

BLEU bodovi Interpretacija
<10 Skoro beskorisni prijevodi
10-19 TeSko je shvatiti sustinu
20-29 Sustina je jasna, ali uz znac¢ajne gramaticke greske
30 -39 Razumljivi, dobri prijevodi
40 - 49 Visokokvalitetni prijevodi
50 - 60 Visokokvalitetni, adekvatni i te¢ni prijevodi
> 60 Kvaliteta ¢esto nadmasuje ljudske prijevode

(Vlastita izrada prema: Google developers, 2022 [72])

Bodovanje BLEU metodom se u Pythonu odraduje koristenjem NLTK biblioteke spome-
nute u poglavlju 3.1 koja dolazi sa nizom metoda vezanih uz BLEU bodovanje. Bodovi za ranije
navedene primjere zapisa su prikazani na tablici 8. U tim primjerima mozemo vidjeti da BLEU
bodovanije viSe preferira nedostatak neke rijeci od koristenja krive. Tako drugi zapis ostvaruje
bolje bodove od prvog, iako je prijevod u prvom primjeru gotovo identiCan originalu, izuzev
jedne rijeci. To nam govori da BLEU metoda nije savr$eni indikator uspjesSnosti prevodenja veé
samo provjerava poklapanje n-gramova rijeci u originalnom i generiranom prijevodu.

Kako bi se ublazili negativni efekti povremenih iznimaka, kao $§to je drugi primjer u ta-
blici 8, za evaluaciju modela treba uzeti §to je moguce vec¢i skup podataka. Za evaluiranje ovog
modela je od skupa podataka uzet uzorak od 1000 zapisa s kojima se mreza nije susrela u
finom prilagodavanju. Tu se radi o najvecem broju zapisa koji je bilo mogucée uzeti s obzirom na
ograniCenje koristenih alata i raCunalnih resursa. Zatim je koriStenjem sentence_bleu funkcije
izraCunata BLEU ocjena za svaku od njih. Od tih se 1000 ocjena izraGunala prosje¢na ocjena.
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Tablica 8: BLEU bodovi za primjere recenica

- R BLEU
Original Generirani prijevod bodovi
The ideal weight corresponds to the The ideal weight corresponds to the
body weight reached at the end of a body weight achieved at the end of a 36.82
harmonious development. harmonious development.

But alas! "the poor rich" will pass thro-  But the poor rich will go through terri- 48.36
ugh terrible experiences. ble experiences. '
The darkness was witnessed from L
Maine to New Jersey, plunging what The darkness was seen from Maine in

New Jersey, and what was almost half  30.68

was then almost half of America into

of America was in fear and chaos.
fear and chaos.

(Vlastita izrada)

Treba ponovo napomenuti da ta ocjena ne predstavlja postotak potpuno to¢no prevedenih re-
¢enica, vec prosjeCnu ocjenu ranije spomenutih poklapanja n-gramova u svim recenicama. Ta
ocjena za GPcroaT model iznosi 0.4082, odnosno 40.82 po Google skali, §to ju postavlja u
razred visokokvalitetnih prijevoda.

4.3. Analiza sentimenta

Analiza sentimenta je zadatak klasifikacije u kojemu je cilj modela klasificirati tekstne za-
pise u neki broj ranije odredenih klasa gdje svaka od njih predstavlja jedan sentiment, odnosno
osjecaj. Tako se ovdje radi o evaluaciji koja se, za razliku od prethodne dvije, moze koristiti za
usporedbu GPcroaT-a s ostalim modelima. Pti¢ek [73] je napravila usporedbu 4 predtreniranih
modela temeljenih na BERT arhitekturi koji su, uz GPTcroaT, pobrojani na tablici 9. Koristeci
iste podatke te iste parametre, te je modele stoga moguce kvalitetno usporediti s GPcroaT-om
kako bi se bolje predocile njegove preformanse.

Tablica 9: Usporedeni modeli na zadatku analize sentimenta.

Model Slojeva d,u0qe; Parametara
mBERT 12 768 179 Mil.
DistiIBERT 6 768 134 Mil.
XML-RoBERTa 12 768 270 Mil.
CroSloEngular 12 768 110 Mil.
GPcroaT 12 768 124 Mil.

(Vlastita izrada prema: Pticek, 2021)

U zadatku iz [73] koriSten je skup Twitter objava na hrvatskom jeziku kojeg su prikupili
Mozeti¢, Gréar i Smailovi¢ [74]. Svaki se zapis u skupu sastoji od URL-a jedne objave na
Twitteru te im je jedan ljudski anontator prirodao oznaku sentimenta: pozitivan, negativan ili
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neutralan. Skup se originalno sastojao od 97921 zapisa no zbog koristenja URL-a neki zapisi
viSe nisu bili dostupni pa je broj pao na 47276. Neki su zapisi bili oznaceni dva puta razli€itim
sentimentima pa se nakon njihovih uklanjanja broj zapisa dodatno spustio na 35880 od kojih
18146 predstavlja pozitivni, 8492 negativni, a 9242 neutralni sentiment. Pticek [73] je dalje
iz zapisa uklonila sve URL-ove, korisniCka imena i sve posebne znakove te je pretvorila sva
slova u mala. Takvi pretprocesuirani podaci su bili ustupljeni za testiranje i usporedbu GPcroaT
modela. Svi su modeli trenirani koristenjem 80%, a testirani na stratificiranom uzorku od 20%
podataka.

Kako je ranije navedeno, svaki je model treniran koriStenjem jedne kombinacije hiperpa-
rametara prikazanih u prva dva stupca na tablici 10. Ti parametri dolaze kao preporuka Devlin,
Chang, Lee i dr. iz [35], a jedino je veli¢ina skupa za istovremenu obradu promijenjena iz 16
u 32 zapisa te se u toj veli€ini koristi sa svim kombinacijama stope ucenja i broja epoha. Uz
te parametre Pticek [73] je koristila AdamW optimizator iz Transformers biblioteke. Taj je opti-
mizator dostupan samo uz PyTorch pa je umjesto njega u ovom radu za testiranje GPcroaT-a
koristen AdamWeightDecay koji bi trebao biti njegov pandan za koristenje uz Tensorflow. Osim
navedenoga svi su parametri i uvjeti testiranja jednaki, kao i ¢injenica da su oba eksperimenta
izvr§ena u Google Collaboratory okruzju na GPU uredaju.

Za usporedbu su koristeni ponderirani F1 rezultati, a prikazani su u tablici 10 gdje je
najbolji rezultat svakog modela podebljan. CroSloEngular ostvaruje najbolje rezultate u svim
kombinacijama $§to je oCekivano uzme li se u obzir da je za treniranje koristio skoro 5 puta vise
rije€i i dvostruko dulje vrijeme na TPU uredaju od GPcroaT modela, a kako je objasnjeno u
poglavlju 2.5.2. Takoder, prednost CroSloEngulara, kako PtiCek [73] navodi, dolazi i iz Cinje-
nica da se skup podataka na kojemu su izvr§ena testiranja sastoji od zapisa na kolokvijalnom
jeziku s dosta ubacenih rijeci na engleskom, a CroSloEngular je uCen na oba jezika koristedi i
standardni i kolokvijalni jezik. U usporedbi sa mBERT-om i DistiiBERT-om, GPcroaT ostvaruje
bolje rezultate ponajprije zbog toga $to je treniran za samo jedan jezik.

Takoder, zanimljivo je za primijetiti da GPcroaT najbolje rezultate uvijek postiZze u zad-
njoj, odnosno 4. epohi, §to daje za pretpostaviti da bi modelu koristilo dodatno treniranje, ali
poveéavanjem broja epoha na ovom zadatku se dogada pretjerano prilagodavanije (engl. over-
fitting). Slijedeci pretpostavku iz zadnjeg odlomka poglavlja 4.1, ponovo se moze pretpostaviti
da bi rezultati bili bolji uz dodatno predtreniranje modela kako bi se postigla bolja mogucnost
generalizacije.
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Tablica 10: F1 rezultati za usporedene modele po kombinacijama hiperparametara

Stopa ucenja | Broj epoha | mBERT | DistiiBERT | XML-RoBERTa | CroSloEngular | GPcroaT
2e-5 2 64.58% | 63.74% 69.41% 71.48% 57.69%
2e-5 3 66.00% | 65.15% 70.31% 71.82% 61.39%
2e-5 4 66.08% | 65.13% 70.65% 71.60% 63.55%
3e-5 2 63.80% | 62.71% 69.27% 70.95% 61.09%
3e-5 3 65.70% | 64.03% 70.38% 72.01% 64.69%
3e-5 4 66.38% | 65.15% 70.18% 71.30% 66.52%
5e-5 2 65.47% | 65.04% 68.08% 71.18% 66.05%
5e-5 3 64.64% | 66.03% 68.76% 71.75% 66.40%
5e-5 4 65.79% | 65.47% 66.18% 70.70% 67.46%

(Vlastita izrada prema: Pticek, 2021.)
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5. Buduci rad

Kako je navedeno u poglavljima 4.1 i 4.3 smatra se da model nije dostigao maksimalne
performanse koje nudi njegova arhitektura. Temeljem toga se pretpostavlja da bi nastavak
predtreniranja nad istim skupom podataka omogucilo bolje rezultate. Slijedom toga mogu se
pretpostaviti bolji rezultati i promjenom tehnike, odnosno nacina, predtreniranja. Predtreniranje
na ve¢em broju epoha s kra¢im sekvencama cemu slijedi maniji broj epoha sa duljim sekven-
cama po uzoru na CroSloEngular ili neka druga kombinacija hiperparametara bi mogla dati
dobre rezultate uz smanjeno koristenje racunalnih resursa.

Osim nacina predtreniranja i pretpostavaka vezanih uz model, daljnji rad bi bio koristan
u podrucju prikupljanja podataka. Kako je navedeno u poglavlju 3.2, podaci s kojima je bio
predtreniran ovaj model su rezultat istrazivanja iz 2014. godine. KoriStenje tako starog skupa
podataka za predtreniranje ima svoje mane jer sam model za generiranje teksta prenosi pris-
tranosti s kojima se susreo u podacima za predtreniranje. Kako se drustvo mijenja, mijenja se i
sadrzaj na internetu, stoga su suvremeni podaci nuzni kako bi model drzao korak s vremenom.

Nastavljeno na podatke, daljnji rad bi bio nuzan u podruc¢ju prikupljanja i moderiranja
podataka za specificne zadatke. GPcroaT, model predstavljen u ovom radu, nije mogao biti
evaluiran na svim zadacima kao originalni GPT-2 model ba$ zbog nedostatka javno dostupnih
skupova podataka za te specificne zadatke. Zadaci kao sazimanje teksta (engl. Summariza-
tion), modeliranje teme (engl. Topic modeling), parafraziranje (engl. Paraphrasing), razumijeva-
nje procitanog (engl. Text comprehension), zdravorazumno zakljucivanje (engl. Commonsense
reasoning) i razgovorno odgovaranje na pitanja (engl. Conversational question answering) su
sve zadaci u kojima bi modeli temeljeni na Transformer arhitekturi mogli ostvarivati vrlo dobre
rezultate, ali skupovi podataka za takve zadatke, ako postoje, nisu lako dostupni.

Slijedom svega navedenoga, zakljuCuje se da bi buduci rad trebao iCi u smjeru testiranja
razliCitih tehnika predtreniranja koje mogu raditi u skladu s ograni¢enjima jeftinih ili slobodno
dostupnih racunalnih resursa, kreiranja lako dostupnih skupova podataka za predtreniranje te
za specifitne zadatke za koje lako dostupni skupovi ve¢ ne postoje.
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6. Zakljucak

U ovom je radu predstavljen povijesni razvoj predtreniranih modela i nacin rada suvre-
menih arhitektura. lzraden je vlastiti predtrenirani model pod nazivom GPcroaT temeljen na
GPT-2 arhitekturi te je evaluiran na nekolicini zadataka. Time se moze odgovoriti na pitanje
postavljeno u uvodu ovoga rada, a to je da iako je za predtreniranje jezicnog modela potrebna
velika koli¢ina racunalnih resursa, moguce je koristenjem besplatnih ili jako jeftinih alata kre-
irati model za slabo zastupljen jezik. U pogledu performansi, velike tvrtke s ve¢om koli¢inom
resursa su u dalekoj prednosti, ali inovativnim pristupima predtreniranju i suo¢avanju s ograni-
¢enjima besplatnih resursa moguce je dobiti zadovoljavajuée rezultate. To ne mijenja Cinjenicu
da te tvrtke ostvaruju daljnji napredak s jo§ ve¢im modelima, treniranim na jo$ viSe podataka,
no inovativnim pristupom problemu moci ¢e se rijeSiti neki problemi koje te tvrtke rjeSavaju
povecanom uporabom ra¢unalnih resursa.

To dovodi do drugog zakljucka, a to je da za jezik sa manje govornika poput hrvatskog
treba uloziti napore kako si se kreirali skupovi podataka za specificne zadatke poput sazimanja
teksta ili ostalih spomenutih u poglavlju 5. Do samih nestrukturiranih podatka nije pretjerano
teSko doci, no skupovi za Cije je kreiranje potreban ljudski rad predstavljaju problem. Tako
bi se predtrenirani modeli mogli lako i brzo prilagodavati za nove zadatke te biti primijenjeni
u raznim granama gospodarstva. Osim toga, lako dostupni skupovi podataka za specificne
zadatke omogucuju njihovo koriStenje za sve nove modele te na taj naCin mogu postati Ceste
metrike za usporedivanje performansi predtreniranih modela.
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1. Prilog 1: Tabli¢ni prikaz vrijednosti funkcije
gubitka po skupovima podataka i epohama

U prikazanoj tablici prvi se stupac odnosi na podskup podataka, a ostalih pet na vrijed-
nost funkcije gubitka po epohama. Nazivi skupa podataka su definirani podjelama spomenu-
tima u radu. Tako se prvi broj df(1-7)x_x odnosi na podjelu podataka prilikom pretprocesuiranja,
drugi broj dfx(1-3)_x se odnosi na podijelu prilikom tokenizacije, a tre¢i broj dfxx_(1-5) na po-
djelu zbog Protocol Buffera tijekom treniranja. Vrijednosti Nan oznaCavaju da u toj epohi nije
ostvareno poboljSanje u odnosu na prethodnu, odnosno da se to stanje nije spremilo nego je
treniranje sa sljede¢im skupom podataka nastavljeno od stanja prve prethodne epohe koja je
ostvarila pobolj$anje.

Skup/Epoha 1 2 3 4 5
df11_1 5.8946 5.4109 5.1857 5.0449 4.9746
df11_2 47800 4.7166 4.7023 Nan Nan
df11_3 45914 45647 4.5500 4.5488 Nan
df11_4 45028 4.8916 4.4828 4.4789 4.4766
df11_5 47294 4.6756 4.6572 4.6898 4.7356
df12_1 46626 4.6178 Nan Nan Nan
df12 2 4.4674 4.4418 Nan Nan Nan
df12_3 43712 4.3572 4.3522 Nan Nan
df12_4 43157 4.3078 4.3029 4.3010 4.3001
df12_5 4.2848 4.2804 4.2785 4.2768 4.2758
df13_1 45156 4.5020 Nan Nan Nan
df13 2 4.3793 4.3675 Nan Nan Nan
df13_3 42980 4.2859 4.2855 Nan Nan
df13_4 42527 4.2457 4.2414 42414 Nan
df13_5 4.2319 4.2277 4.2254 4.2245 4.2235
df21 1 4.4453 4.4421 Nan Nan Nan
df21 2 4.3271 4.3152 Nan Nan Nan
df21_3 42513 4.2428 4.2392 Nan Nan
df21 4 42135 4.2070 4.2038 4.2026 Nan
df21_5 41934 4.1897 4.1882 4.1867 4.1860
df22 1 4.3998 4.3977 Nan Nan Nan
dfe2 2 4.2944 4.2862 Nan Nan Nan
df22_3 42276 4.2185 Nan Nan Nan
df22 4 41954 4.1886 4.1870 4.1865 Nan
df22 5 41665 4.1635 4.1617 4.1606 4.1597
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Skup/Epoha 1 2 3 4 5
df23 1 4.3563 Nan Nan Nan Nan
dfe3 2 42740 4.2646 Nan Nan Nan
df23 3 4.2006 4.1910 Nan Nan Nan
df23 4 41671 4.1601 4.1593 4.1589 Nan
df23 5 41431 4.1399 4.1374 4.1380 4.1368
df31_1 4.3316 Nan Nan Nan Nan
df31_2 42511 4.2414 Nan Nan Nan
df31_3 41830 4.1734 Nan Nan Nan
df31_4 41530 4.1462 4.1453 4.1450 Nan
df31_5 41237 4.1210 4.1182 4.1178 Nan
df32_1 4.3042 Nan Nan Nan Nan
df32_2 4.2247 4.2187 Nan Nan Nan
df32_3 4.1655 4.1575 Nan Nan Nan
df32_4 41216 4.1156 4.1148 Nan Nan
df32_5 41102 4.1072 4.1063 4.1048 4.1044
df33 1 4.2782 Nan Nan Nan Nan
df33 2 4.1987 4.1941 Nan Nan Nan
df33_3 41439 4.1350 Nan Nan Nan
df33_4 41038 4.0978 4.0975 Nan Nan
df33_5 4.0869 4.0844 4.0829 4.0822 4.0815
df41_1 4.3498 Nan Nan Nan Nan
df41 2 42743 4.2652 Nan Nan Nan
df41_ 3 4.2160 4.2041 Nan Nan Nan
df41_4 41823 4.1747 41730 4.1722 Nan
df41_5 41600 4.1573 4.1555 4.1542 Nan
df42 1 4.3189 Nan Nan Nan Nan
df42 2 4.2455 4.2366 Nan Nan Nan
df42_3 41849 4.1758 Nan Nan Nan
df42_4 41439 4.1369 4.1357 Nan Nan
df42_5 41288 4.1252 4.1237 4.1233 4.1226
df43 1 4.4422 Nan Nan Nan Nan
df43 2 4.3695 4.3637 Nan Nan Nan
df43 3 4.3054 4.2968 Nan Nan Nan
df43 4 42734 4.2685 4.2666 Nan Nan
df43 5 4.4177 Nan Nan Nan Nan
df51_1 45668 Nan Nan Nan Nan
df51_2 44720 4.4617 Nan Nan Nan
df51 3 4.4097 4.3997 Nan Nan Nan
df51 4 4.5211 Nan Nan Nan Nan
df51 5 4.4468 4.4423 Nan Nan Nan
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Skup/Epoha 1 2 3 4 5
df52_1 4.5432 Nan Nan Nan Nan
dfs52 2 44672 4.4622 Nan Nan Nan
df52_ 3 45130 4.4015 Nan Nan Nan
dfs2_4 4.3813 4.3755 4.3754 Nan Nan
df52_5 43553 4.3525 4.3514 4.3505 Nan
df53 1 4.5136 Nan Nan Nan Nan
dfb3 2 4.4447 4.4419 Nan Nan Nan
df53_3 43945 4.3893 Nan Nan Nan
df53 4 4.3651 4.3595 Nan Nan Nan
df53_5 43429 4.3404 4.3397 4.3385 Nan
dfé1_1 4.4714 Nan Nan Nan Nan
dfé1_2 4.3933 4.3904 Nan Nan Nan
dfé1_3 4.3397 4.3330 Nan Nan Nan
dfé1_4 4.3088 4.3046 4.3043 Nan Nan
dfé1 5 4.4446 Nan Nan Nan Nan
dfe2_1 4.2322 4.2196 Nan Nan Nan
df62_2 41274 4.1152 Nan Nan Nan
df62_3 4.0701 4.0619 4.0581 Nan Nan
dfe2_4 4.0379 4.0330 4.0306 4.0293 4.0283
dfe2_5 4.0139 4.0112 4.0099 4.0094 4.0091
dfe3 1 4.2286 Nan Nan Nan Nan
dfe3 2 41552 4.1467 Nan Nan Nan
df63_3 41006 4.0937 Nan Nan Nan
df63_4 4.0689 4.0647 4.0633 Nan Nan
df63_5 4.0527 4.0498 4.0487 4.0476 4.0468
df71_1 4.1739 Nan Nan Nan Nan
df71_2 4.1007 4.0908 Nan Nan Nan
df71_3 4.0523 4.0448 4.0430 Nan Nan
df71_4 4.0184 4.0136 4.0119 4.0112 Nan
df71_5 3.9978 3.9952 3.9939 3.9922 3.9918
df72_1 4.2114 Nan Nan Nan Nan
df72_2 41479 41431 Nan Nan Nan
df72_3 41056 4.0987 Nan Nan Nan
df72_4 4.0761 4.0709 4.0704 Nan Nan
df72_5 4.0580 4.0559 4.0548 4.0540 Nan
df73_1 4.2837 Nan Nan Nan Nan
df73 2 42221 4.2149 Nan Nan Nan
df73 3 41747 4.1669 Nan Nan Nan
df73_4 41436 4.1399 4.1385 Nan Nan
df73_5 41252 4.1222 41222 4.1215 4.1209
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